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Diky vyraznému pokroku v rozvoji informac¢nich technologii ve zhruba
poslednich tfech desetiletich zasadnim zpisobem narostlo mnoZzstvi
uchovavanych dat a s tim 1 potfeba tato Casto velmi rozsahla data zpra-
covavat. Tato potfeba dala vzniknout discipliné anglicky oznacované
jako Data mining, Casto prekladané jako Dolovani dat, ktera v sobé za-
hrnuje metody pro ptedzpracovani dat, jejich modelovani a vyhodnoceni
ziskanych modeli.

Tento studijni text, ktery je vénovan Dolovani dat, je uren studentim
magisterského stupné na vysokych Skolach ekonomického zaméteni.
Text se nejdiive vénuje samotnému pojmu dolovani dat a s nim souvise-
jicim metodikam. Hlavni ¢ast textu je pak vénovana zédkladnim metodam
dolovani dat. Jelikoz tyto metody vychazeji ze statistickych metod a me-
tod strojového uceni, jsou tyto metody nejdiive pfipomenuty ve dvou ka-
pitolach predchazejici zminénou hlavni ¢ast. Posledni ¢ést tohoto textu
je pak vénovana vyhodnoceni vysledka dolovani dat a metodam pro pfi-
pravu dat, které jsou nezbytnou soucdsti vétsiny aplikaci metod dolovani
dat.
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UVODEM

Tento studijni text vznikl se zdmérem stat se oporou pfi studiu predmétu Dolovani dat
na Obchodné-podnikatelské fakulté¢ v Karving, Slezska univerzita v Opaveé (OPF SU) a je
uréen studentim magisterského stupné. Text pfevazné vychazi z knihy Dobyvani znalosti
databazi (Berka (2003)), jejiz obsah se jiz mnoho let vyucuje v obdobném pifedmétu na
Vysoké skole ekonomické v Praze.

Fw e

tistickymi metodami, avSak jejich neznalost neni pro uspésné absolvovani pfedmétu pie-
kazkou.

Kazda kapitola textu zahrnuje nékolik distan¢nich prvkia, pomoci kterych se student
muze v rychlosti seznamit s obsahem dané kapitoly, zjisti, co je cilem dané kapitoly, a kte-
rym klicovym pojmim se kapitola vénuje. V zavéru kazdé kapitoly najde Ctendi shrnuti

vvvvvv

nichz si ¢tenaf maze své nabyté znalosti ovéerit.
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RYCHLY NAHLED STUDIJNi OPORY

V prvni ¢asti textu se ¢tenaf seznami se samotnym pojmem dolovani dat a s nim souvi-
sejicimi zdkladnimi pojmy. V této Casti textu se Ctenaf také seznami se tiemi rozSifenymi
metodikami, které se pouzivaji jako urcity standard pii procesu dolovani dat.

Druha kapitola tohoto studijniho textu se vénuje ptipravou dat, jez je nezbytnou soucasti
veétSiny procesu zahrnujicich dolovani dat. V této kapitole se ¢tenai mlize seznamit s meto-
dami, které umoznuji upravit hrubé data ziskané ziskana ptimo z praktickych aplikaci na
data, ktera jsou jiz vhodna pro vybranou metodu dolovani dat. Kone¢né je zde také pred-
staveno n¢kolik piistupu k situacim, kdy je dat je pfili§ mnoho anebo naopak situacim, kdy
nektera z dat chybi.

V dalsi ¢asti textu se Ctenaf sezndmi se Ctyimi statistickymi metodami, které souvisi s
dolovanim dat. Tyto metody zahrnuji kontingenc¢ni tabulky, regresni analyzu, diskrimi-
nacni analyzy a také shlukovou analyzu.

Dalsi kapitola sezndmi ¢tenafe s piistupy k automatizaci procesu uéeni. Ctenaf se se-
znami s moznymi reprezentacemi dat pouzitelnych pro automatizované uceni. Déle se Cte-
nar seznami s formalni reprezentaci znalosti a pfistupem k uceni (optimalizaci znalosti) na
zékladé dostupnych dat.

Nasleduje hlavni ¢ast studijniho textu, ktera se vénuje zakladnim metoddm dolovéni dat,
které Casto patii mezi nejCastcji pouzivané metody dolovani dat. Jsou to metody pro tvorbu
rozhodovacich stromt, asociacnich pravidel, metody zalozené na umélych neuronovych
sitich, dale se zde ¢tenaf seznami s takzvanymi evoluc¢nimi algoritmy, metodou klasifikace
zaloZenou na Bayesové vété a nakonec se zde Ctenaf také dozvi néco o metodach zaloze-
nych na analogii.

Vzhledem k mnoZstvi existujicich metod dolovani dat je mozno pro kazda data ziskat
zna¢né mnozstvi riznych modeld téchto dat. Pro vybér toho nejvhodnéjsiho modelu, ktery
bychom poté nasadili do praxe, je potfeba tyto modely né¢jakym zplisobem ohodnotit. Za-
vérecnd tohoto studijniho textu se proto vénuje riznym moZznostmem hodnoceni modeld
ziskanych dolovanim dat.
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PREDMLUVA

Pro zacatek maly pokus:

e Myslete si libovolné Cislo mezi 1 a 10.

e Toto Cislo vynasobte ¢islem 9.

e Sectéte cifry v tomto Cisle (napt. myslite-li si ted’ 25, tak 2+5).
e Vynasobte vysledek Ctyfmi.

e Deglte vysledek tiemi.

e Odectete 10.

Vysledkem je 2.

Je to, ze jsme vysledek uhadli, at” uz jste si na zacatku mysleli jakékoli ¢islo mezi 1 a 10,
nahoda nebo ne? Pokud si jednotlivé kroky znovu projdete, snadno sami zjistite, Ze neni. Podi-
vejme se ale naptiklad na pravdépodobné nejjednodussi ndhodnou udalost, kterou si dokdzeme
predstavit, coz je hod minci. ,,Ale®, asi si feknete, ,,to je prece ndhodna udalost, kde nikdo neni
schopen ptesné predpoveédét, ktera strana mince padne poté, co je mince hozena.” To mize byt
spravna tvaha, nicméné to, Ze to nikdo neni schopen predpovédét, v zaddném piipadé neznamena,
7e je to v principu nemozné. Kdyby totiz byly ptresné¢ zndmy vSechny faktory, které vysledek
hodu mince ovliviiuji, jako napt. rychlost hodu a thel hodu mince, materidlové vlastnosti mince
a povrchu, kam mince dopadne, a dokonce 1 sila a smér vétru, pak bychom byli docela schopni,
s vynalozenim urcitého €asu a usili, vysledek hodu ptedvidat. Fyzikalni vzorce pro to v kazdém
ptipadé existuji.

Nyni se podivejme na jiny scénaf, kde vSak tentokrate vysledek situace predvidat dokazeme:
Sklenice se rozbije, pokud spadne z urcité vysky na urcity typ povrchu. Zde, kdyZz vidime pada-
jici sklenici, dokonce jiz ve zlomcich vtefiny vime: Sklenice se rozbije. Kde se v nas bere ta
uzasnd schopnost vysledek situace ptesné predpoveédét? Prece jsme padajici sklenici nikdy pfed-
tim nevidé€li a fyzikalni vzorce, které popisuji rozbiti sklenice, jsou pro vétSinu z nas zahaleny
rouskou tajemstvi. Samoziejmé&, v né€kolika ptipadech se miiZe stat, Ze se sklenice ,,ndhodou
nerozbije, nicméné je to velmi nepravdépodobné. Zde je dulezité si uvédomit, Ze piipad, kdy se
sklenice nerozbije, je stejn¢ nenahodny, jako kdyZ se rozbije, jelikoz oba ptipady vyplyvaji z fy-
zikéalnich zakonl. Napf. energie narazu je v prvnim piipadé¢ Iépe, v druhém piipadé hiife, absor-
bovéana povrchem, na ktery sklenice dopadne, apod. Otazka tedy zni: Jak to, Ze my lidé jsme
v nékterych ptipadech schopni pfesné predpoveédét, jak dany proces dopadne (napft. padajici skle-
nice), zatimco v jinych ptipadech (napt. hod minci) toho schopni nejsme?

Nejcastéjsi odpoveédi na tuto otazku, kterou laikové v tomto ptipad€ pouzivaji, je popis jed-
noho scénafe jako "nendhodny" a druhy jako "nahodny". Misto toho, abychom zde nad dal§imi
moznymi odpovéd'mi dale a hloubéji filozofovali, predloZzme si nasledujici tvrzeni:



Predmluva

Prevazna vétsina procesu, které miizeme pozorovat nasimi smysly, neni vysledkem nahody.
Duvodem nasi neschopnosti procesy presné popsat a predvidat jejich vysledky spise spociva ve
skutecnosti, Ze nejsme schopni rozpoznat ani mérit potiebné ovlivitujici faktory popr. tyto faktory
dat do spravnych souvislosti.

vvvvvv

tohoto procesu, jako je materidl (sklo), vyska, ze které sklenice padd, a povaha povrchu, kam
sklenice padd, a v okamziku jsme odhadli pravdépodobnost toho, Ze se rozbije, na zakladé po-
dobnych zkuSenosti z minula. Nicméné, to je piesné to, co u hodu mince udélat nemizeme. M-
zeme sledovat hod minci kolikrat chceme, ale nikdy nedokazeme dostatecné rychle rozpoznat
vSechny pottebné faktory k tomu, abychom vysledek ptesné piredpoveédeli.

Vratme se ted’ ale zpét k padajici sklenici. Co tedy probihalo v naSich hlavach, kdyz jsme po
padu sklenice na zem ptedpovidali, Ze se rozbije? Méfili jsme charakteristiky této udalosti. Mohli
bychom také tict, ze jsme shromazd’ovali idaje popisujici pad sklenice. Potom jsme rychle pro-
vedli isudek pomoci analogie, tj. porovnali jsme aktualni pad sklenice s pfipady z minula, kdy
jsme vidé€li padat bryle, pohary, porcelanové figurky apod., a vysledek jsme vyhodnotili podle
,hejpodobnéjsiho* scénafe, tj. kazdy z téchto piipadl z minula jsme si pro sebe ohodnotili urci-
tou mirou podobnosti s aktudlnim scénafem. Pro takovy usudek je zapotiebi dvou véci: 1) mu-
sime mit data o téchto minulych ptipadech a 2) musime védet, jak je podobnost mezi sou€asnym
ptipadem a ptipady minulymi viibec definovéna. Pak jiz jednoduse ptfedpovime vysledek tim, ze
se podivame na ty pripady padajicich véci z minula, které jsou aktudlnimu ptipadu nejpodob-
n¢jsi, a zeptame se: Rozbil se v téch pripadech padajici pfedmét nebo ne? Jak jsme zminili, je
potieba najit naSemu piipadu ty nejpodobnéjsi ptipady z minula, coz vlastné reprezentuje urcity
typ optimalizace. Zde je potieba zdlraznit, ze je jedno, zda optimalizujeme zminénou podobnost
padajicich predmét nebo napf. zisk néjaké spolecnosti — zvazovana proménna, v tomto piipade
podobnost padajicich pfedméti, je vzdy optimalizovana. Potom nam jiZ sta¢i zvazit to, Ze napf.
ve vétsin€ nejpodobnéjsich piipadl se padajici predmét rozbil, a zminénym tsudkem pomoci
analogie takto stanovime 1 pfedpovéd’ pro aktudlni pfipad. MoZna to vSe zni trochu kompliko-
vané, ale tento typ usudku pomoci analogie je v podstaté zékladem témeér kazdého lidského pro-
cesu uceni se a je provadeén s ohromujici rychlosti.

Zajimavé na tom vSem je, Ze jsme se v naSich hlavach pravé zachovali jako néjaké lidska
verze metody pro dolovéni dat, nebot’ tyto metody obvykle zahrnuji zéalezitosti, jako je prave
reprezentace piipadii pomoci dat, definici podobnosti ptipadi a jeji optimalizaci.

Nicméné pro hazeni minci je popsany postup tsudku pomoci analogie nepouzitelny: Problém
je totiz v jiz prvnim kroku, kdy vétSinou nemame dostate¢né presné tidaje o ovliviiujicich fakto-
rech, jako jsou vlastnosti materidlu nebo nerovnosti podlahy, ¢imZ je ndm znemoZnéno pokraco-
vat v tsudku dale. To vSak v Zadném piipad¢é neznamend, Ze hazeni minci je ndhodna udalost,
ale pouze poukazuje na to, ze my lidé nejsme ovliviiujici faktory schopni méfit a tim proces
popsat. V jinych situacich schopni méfit ovliviyjici faktory byt mizeme, ale pro zménu tieba
nejsme schopni dat vSechny tyto faktory do sprdvmych souvislosti, tedy ze nejsme schopni
spravné spocitat pozadované podobnosti nebo dokonce spravné ani popsat probihajici proces.
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Usudek pomoci analogie taktéz v zadném piipadé neni jedinym néstrojem, jak predpovidat
vysledky novych situaci na zaklad¢ jiz predem znamych informaci. Pokud je pozorovatel pada-
jici sklenice dotazan, jak vlastné vi, ze se sklenice rozbije, odpovéd bude ¢asto zahrnovat véci
jako "pokazdé, kdyz jsem vidél sklenici spadnout z vysky vétsi nez 1,5 metru, tak se rozbila".
Vsimnéme si zde dvou zajimavosti: 1) vztah ke zkuSenostem z minula vyjadieny vyrazem " po-
kazdé" a 2) vyvozeni nésledujiciho pravidla na zaklad¢ téchto zkuSenosti:

Pokud je padajici predmét ze skla a pada z vysky vetsi nez 1,5 metru, pak se rozbije.

Zavedeni prahové hodnoty, naptiklad 1,5 metru, je fascinujicim aspektem tohoto pravidla.
Ackoliv ne vzdy se predmét rozbije, pokud spadne z vétsi vysky, a taky ne vzdy zistane nepo-
ruSen, pokud spadne z mensi vysky, zavedenim této prahové hodnoty se pravidlo transformuje
na odhad (lidové feCeno) od oka, ktery nemusi platit vzdy, ale ve vétsiné pripadi ke spravnému
odhadu situace vede. Namisto usudku pomoci analogie mizeme tedy rovnou pouzit tento odhad
od oka, a tim rychle dospét k nejpravdépodobnéjiimu vysledku po padu pfedmétu na zem. Usu-
dek pomoci analogie a tvorba pravidel jsou dva prvni piiklady toho, jak lid¢, a také metody
dolovéani dat, predvidaji vysledek novych a neznamych situaci.

Nas popis toho, co se d¢je v nasich hlavach a také ve vétSin€ metod dolovani dat, pfindsi jesté
jeden zajimavy pohled: Pfi usuzovani pomoci analogie neni potfeba zddném kroku jakykoli fy-
zikalni vzorec na to, abychom fekli, zda se sklenice rozbije. To samé plati i pro vySe zminény
odhad od oka. Tedy, jak my, tak metody dolovani dat, umi(me) vytvaret odhady situace ¢i je
dokonce predvidat bez znalosti tiplného fyzikalniho popisu daného procesu. Navic, sbér dat po-
pisujici ptipad byl jen velmi hruby a povrchni a pouzili jsme pouze par ovliviijicich faktort
jako material padajiciho ptedmétu (sklo) a vyska padu (zhruba 2 metry), navic jsme je neméftili
s n&jak velkou presnosti.

Kazd4 situace nebo jev se fidi pfirodnimi zdkonitostmi, at’ uZ jim rozumime, ¢i nikoliv.
V tomu druhém ptipadé¢ mame casto tendenci takové jevy nazyvat ndhodnymi. Je zajimavé, ze
Casto jsme schopni tyto ndhodné jevy predvidat bez Giplné znalosti souvisejicich pfirodnich za-
konitosti, a to dokonce 1 v situacich, kdy jevy znamé z minulosti nezahrnuji vS§echny mozné pfi-
pady nebo jsou popsany pouze nepiesne.

V této predmluvé jsme si nastinili hlavni mySlenku toho, jakym problémi bychom se chtéli
v téchto skriptech vénovat. Budeme pracovat s mnozstvim ovliviiujicich faktord, kde nékteré
z nich budou popsany nedostate¢né presn€ nebo dokonce viibec. Spolu s timto se Casto stava, ze
ovliviwyjicich faktord je tolik, ze je velmi jednoduché se v nich ztratit. Navic, pro modelovani
vysledkil procestt budeme muset pracovat s piipady z minulosti, jejichZ pocet v§ak miiZze snadno
dosahnout miliént ¢i dokonce miliard. Kone¢né, budeme se muset sami sebe ptat, zdali popis
procesu je cil nasi prace nebo zdali usudek pomoci analogie jiz je pro piedpovéd’ dostacujici.
Navic, tyto uvahy budou probihat v dynamickém prostfedi s neustale se ménicimi podminkami
—anejlépe vSe co nejrychleji. Pro lidi nemozné? Spravné. Ne v§ak nemozné pro metody dolovani
dat.



Dobyvani znalosti z databazi a dolovani dat

1 DOBYVANI ZNALOSTi Z DATABAZI A DOLOVANI DAT

[el[wemrmineommprory ]

V této kapitole se nejdiive sezndmime s pojmem dolovdni dat jako takovym a taktéZ si tento
pojem dame do souvislosti s pojmem dobyvdni znalosti z databadzi. Déle se podivame na proces
dolovéni dat jak z technického, tak z manazerského hlediska. V dalsi ¢asti této kapitoly se podi-
vame na zékladni typy uloh dolovani dat a nakonec se podivame na rizné metodiky nabizejici
jednotny ramec pro feSeni riiznych uloh z dolovani dat.

Hfewewarmrory ]

V této kapitole se ctenat dozvi, kdy a kde se poprvé objevil termin Dolovani dat a s nim souvi-
sejici termin dobyvani znalosti z databazi. Dale si v této kapitole mize ¢tenar udélat predstavu,
jak vlastné probiha proces dolovani dat, a to jak z pohledu technického, tak z pohledu manazer-
ského. Také se zde ¢tenaf dozvi, jaké zakladni Glohy fesi disciplina dolovani dat a seznadmi se se
dvémi vyznamnymi metodikami nabizejici jednotny postup pti dolovani dat.

_

dobyvani znalosti z databazi, dolovani datm klasifikace, deskripce, hledani nugetii, metodiky

O dobyvani znalosti z databazi (Knowledge Discovery in Databases, KDD) se zacina ve vé-
deckych kruzich mluvit poc¢atkem 90. let. Prvni impuls pfisel z Ameriky, kde se na konferencich
vénovanych umélé inteligenci (mezinarodni konference o umélé inteligenci IJCAI'89 nebo kon-
ference americké asociace umélé inteligence AAAI'91 a AAA'93) potadaly prvni workshopy
vénované této problematice. Nebyla to ale jen uméla inteligence (pfesnéji feceno metody strojo-
vého uceni), které staly u zrodu dobyvani znalosti z databazi. Databazové technologie pfedsta-
vuji osvédéeny prostiedek jak uchovavat rozsahla data a vyhledavat v nich informace, statistika
piedstavuje osvédCeny prostiedek, jak modelovat a analyzovat zavislosti v datech. Po 1éta se tyto
discipliny vyvijely nezavisle, az ptisla ta chvile, kdy rozsah automaticky sbiranych dat zac¢inal
uzivateliim prertstat pies hlavu, a souc¢asné s tim vznikla potfeba tato data pouzivat pro podporu
(strategického) rozhodovani ve firmach. Zajem finan¢né silnych uzivatelli o aplikace pak stimu-
loval ono propojeni a dal vznik (a hlavné popularitu) dobyvani znalosti z databazi. Neustaly
nartist zdjmu odborné komunity dokladd mnozstvi konferenci (americké konference KDD, asij-
ské konference PAKDD, evropské konference PKDD), vznik odbornych skupin (napft. special
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interest group for KDD - SIGKDD pii americké asociaci ACM) 1 vznik samostatnych odbornych
Casopisi (Casopis Data Mining and Knowledge Discovery vydavany nakladetelstvim Kluwer).
Tématika dobyvani znalosti si postupné nasla cestu 1 do §ifeji zamétenych pocitacovych caso-
pisti. Dnes jiz neni nic neobvyklého, Ze na pojmy knowledge discovery, data mining, nebo
business intelligence' narazime i v reklamach pocitadovych firem.

Dobyvani znalosti z databazi (KDD) Ize definovat jako netrivialni extrakci implicitnich, diive
neznamych a potencialné uzitecnych informaci z dat [Fayyad a kol, 1996].

Zpocatku se pro tuto oblast razily nejriznéjsi nazvy: information harvesting, data archeology,
data destilery. Nakonec ale ptevladla hornickd metafora; dobyvani znalosti a dolovani z dat (data
mining). Po jistém obdobi tapani se ustélilo i chapani KDD jako interaktivniho a iterativniho
procesu tvoreného kroky selekce, predzpracovani, transformace, vlastniho ,,dolovani (data mi-
ning) a interpretace (Obrazek 1).

selekce
predzpracovani
: transformace

: : dolovani

: : : interpretace
= I I FESN
vichomi data  wybrand data  pfedzpracovand transformovand TEOLY znalosti

data data (patterns)

T l ) ! |

Obrazek 1: Proces dobyvani znalosti z databazi dle [Fayyad a kol, 1996].

!'Vyznam pojmu business intelligence je mozno (s trochou nadsazky) interpretovat touto rovnici: business intelli-
gence = artificial intelligence + business
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Na rozdil od "prostého" pouziti statistickych metod a metod strojového uceni se v procesu
dobyvani znalosti jiz klade dliraz i na ptipravu dat pro analyzu a na interpretaci vyslednych zna-
losti. Pii ptiprave dat se obvykle z dat uloZenych ve slozité struktute napt. datového skladu vy-
tvari jedna tabulka, obsahujici relevantni idaje (hodnoty atributli) o sledovanych objektech napf.

Manazersky Znalosti
problém pro feSeni

o klientech banky nebo zékaznicich obchodniho domu). Pfi interpretaci se nalezené znalosti’
hodnoti z pohledu koncového uzivatele.

Zatimco schéma na Obrazek 1 popisuje ,,technologicky* pohled na dobyvani znalosti, Anand
[Anand a kol., 1996] nabizi pohled manazersky (Obrazek 2). Impulsem pro zahdjeni procesu

Obrazek 2: ManaZersky pohled na proces dobyvani znalosti z databazi

dobyvani znalosti je n&jaky realny problém. Cilem procesu dobyvéni znalosti je ziskani co nej-
vice relevantnich informaci vhodnych k feSeni daného problému. Piikladem redlného problému
je otazka nalezeni skupin zakazniki obchodniho domu nebo skupin klientd banky, kterym by
bylo mozno nabidnout specidlni sluzby. U zakazniki obchodniho domu se miize jednat o zjisténi,
ze zakaznik kupuje potravinaiské zbozi odpovidajici jisté dieté, v pripadé klientt banky miize jit
o potencidlni zajemce o hypotec¢ni uvér. Nalezené skupiny jsou interpretovany jako takzvané
segmenty trhu v dané oblasti.

Prvnim krokem pfi feSeni problému je vytvoreni FeSitelského tymu. Jeho ¢leny musi byt
expert na resenou problematiku, expert na data - jak v organizaci tak pfipadné i na externi data

2 Fayyad rozliSuje mezi znalostmi ziskanymi jako vystup z kroku dolovéani (nazyvé je vzory — patterns) a mezi
znalostmi interpretovanymi uzivatelem. My toto rozliSeni nebudeme provadeét.

12
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a expert na metody KDD. V ptipad¢ rozsahlejSich problémt je obvyklé, ze jednotlivi experti maji
k dispozici vlastni tym nebo alespoii vyuZzivaji konzultaci s dalsSimi experty

Prvnim ukolem sestaveného tymu je specifikace problému, ktery je tieba fesit v souvislosti,
z pohledu dobyvani znalosti. U zékaznikti obchodniho domu nakupujicich potravinarské zbozi
odpovidajici jisté diet¢ je mimo jiné tieba specifikovat polozky zbozi odpovidajici riznym die-
tam. U skupin zékazniki nakupujicich polozku A a nenakupujicich polozku B je krom jiného
tieba vytipovat vhodné skupiny polozek, atd.

Po specifikaci problému je tieba ziskat v§echna dostupna data, kterda mohou byt pouzita pro
feSeni problému. Znamena to posoudit vSechna dostupna data a zvazit, zda jsou relevantni k
danému problému. Tento proces miize vyvolat mensi ¢i vétsi preformulovani problému. V né-
kterych ptipadech je tfeba pracovat i s daty, kterd jsou archivovana po delsi dobu ve form¢ da-
tovych soubort a ne v databdzi, data jsou nékdy dokonce uloZena v né€kolika riznych systémech.
Néro¢nost ziskani dat je nepiimo umérna Grovni datové zakladny, ktera je k dispozici.

V mnohych ptipadech je vhodné uvazovat i externi data popisujici prostiedi, ve kterém se
analyzované d¢je odehravaji. V ptipad¢ klientd banky i zékaznikti obchodniho domu je dtilezitou
informaci kalendédini obdobi (napf. vanoce, velikonoce, obdobi dovolenych letnich a zimnich,
den kdy zékaznici dostavaji vyplatu, pond¢li, utery, ..., ). Na zdkazniky bude mit jisté vliv i po-
Casi, reklama probihajici ve sdélovacich prostfedcich, v n€kterych ptipadech i politické udalosti.

Cilem vybéru metody je zvolit vhodné metody analyzy dat. V rdmci dobyvani znalosti z
databazi je pouzivana fada typd metod analyzy dat, ve vétSing ptipadi je k feSeni konkrétni tilohy
zapotiebi kombinovat vice riznych metod. Mezi pouzivané typy metod patii napt. klasifika¢ni
metody, rizné klasické metody explora¢ni analyzy dat, metody pro ziskavani asociacnich pravi-
del, rozhodovaci stromy, genetické algoritmy, Bayesovske sité, neuronové sité, hrubé mnoziny
(rough sets), velmi pouzivané jsou 1 metody vizualizace. D4 se také piredpokladat vyvoj dalSich
metod.

V ramci predzpracovani dat se data ziskana k feSeni specifikovaného problému ptipravuji
data do formy vyzadované pro aplikaci vybranych metod. V fad¢ piipadli se miZe jednat o
zna¢né narocné vypocetni operace. Do této faze patii 1 odstranéni odlehlych hodnot, ptipadné
doplnéni chybé&jicich hodnot.

Krok data mining zahrnuje aplikaci vybranych analytickych metod pro vyhledavani zajima-
vych vztahti v datech. Obvykle jsou jednotlivé metody aplikovany vicekrat, hodnoty vstupnich
parametrd jednotlivych béhi zavisi na vysledcich pfedchozich béhi. Zpravidla se nejedna o apli-
kace metod jenom jednoho typu, jednotlivé typy se kombinuji na zékladé¢ dil¢ich vysledka.

Cilem interpretace je nezbytné zpracovani obvykle znacného mnozstvi vysledki jednotli-
vych metod. Nékteré z téchto vysledka vyjadiuji skutecnosti, které jsou z hlediska uzivatele ne-
zajimavé nebo samoziejmé. Nékteré vysledky je mozno pouzit pfimo, jiné je nutno vyjadiit zpa-
sobem srozumitelnym pro uzivatele. Jednotlivé vysledky je ¢asto vhodné uspotadat do analy-
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tické zpravy. Analyticka zprava vSak neni jedinym moZznym vystupem procesu dobyvani zna-
losti. Vystupem muze byt 1 provedeni vhodné akce jako naptiklad zapnuti monitorovaciho pro-
gramu.

1.1 Ulohy

V piipadé dobyvani znalosti z databdzi miizeme mluvit o rdznych typech uloh. Jsou to ptede-
v§im [Klosgen, Zytkow, 1997]:3

e Klasifikace/predikce,
e deskripce,
e hledani ,,nugetd*.

Pti klasifikaci/predikci je cilem nalézt znalosti pouzitelné pro klasifikaci novych ptipadi -
zde pozadujeme, aby ziskané znalosti co nejlépe odpovidaly danému konceptu; ddvame piednost
presnosti pokryti na tkor jednoduchosti (pfipoustime vét§si mnozstvi méné srozumitelnych dil-
¢ich znalosti tak jak je to naznaceno na Obrazek 3). Rozdil mezi klasifikaci a predikei spociva v
tom, ze u predikce hraje dulezitou roli ¢as; ze starSich hodnot n¢jaké veliciny se pokousime od-
hadnout jeji vyvoj v budoucnosti (napt. predpoveéd’ pocasi nebo pohybu cen akcii).

Obrazek 3: Klasifikace/Predikce

Pti deskripci (popisu) je cilem nalézt dominantni strukturu nebo vazby, které jsou skryté v
danych datech. Pozadujeme srozumitelné znalosti pokryvajici dany koncept; ddvame tedy pted-

v

deskripce dat a sumarizace, segmentace, deskripce konceptt, klasifikace, predikce a analyzy zavislosti.
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nost mensimu mnozstvi méné presnych znalosti (viz. Obrazek 4). Hledame-li nugety, pozadu-

jeme zajimavé (nové, prekvapivé) znalosti, které nemusi plné€ pokryvat dany koncept (Obrazek
5).

Koncept

Obrazek 4: Popis (deskripce)

Koncept

Obrazek 5: Nugety

Ulohy dobyvani znalosti 1ze nalézt v celé fadé aplika¢nich oblasti:

e Segmentace a klasifikace klientd banky (napf. rozpoznani problémovych nebo
naopak vysoce bonitnich klientt),

e Predikce vyvoje kurst akcii,

e Predikce spotieby elektrické energie,
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e Analyza pfi¢in poruch v telekomunikacnich sitich,

e Analyza divodi zmény poskytovatele néjakych sluzeb (internet, mobilni tele-
fony),

e Segmentace a klasifikace klientti pojistovny,
e  Urceni pficin poruch automobili,
e Rozbor databaze pacientli v nemocnici,

e Analyza nakupniho kosiku (Market Basket Analysis).

1.2 Metodiky

S postupem doby zacaly vznikat metodiky, které si kladou za cil poskytnout uzivatelim jed-
notny ramec pro feSeni riznych uloh z oblasti dobyvani znalosti. Tyto metodiky umoziiuji sdilet
a prendSet zkuSenosti z UspéSnych projekti Za nékterymi metodikami stoji producenti progra-
movych systémut (metodika SEMMA firmy SAS), jiné vznikaji ve spolupréci vyzkumnych a ko-
mercnich instituci jako ,,softwarové nezavislé“ (CRISP-DM).

1.2.1 METODIKA SEMMA

Enterprise Miner, softwarovy produkt firmy SAS, vychazi z vlastni metodiky pro dobyvani
znalosti z databazi. Nazev SEMMA opét charakterizuje jednotlivé provadéné kroky:

e  Sample (vybrani vhodnych objektl),
e  FExplore (vizuélni explorace a redukce dat),
e Modify (seskupovani objektli a hodnot atributti, datové transformace),

e Model (analyza dat: neuronové sité, rozhodovaci stromy, statistické techniky, aso-
ciace a shlukovéani),

e Assess (porovnani modell a interpretace).
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Sample with 1 vzarku —
dat
|

vizualizace shiukovani
Explnre dat asociace
Modify selekee a wivafeni transformace

velidin dat
I I
neurnove rriodeby logisticke dalsi
Model sité zaloené modely statisticke
na stromech modeby
Ngunas zhodnoceni
rnodell

Obrazek 6: Metodika SEMMA

1.2.2 CROSS-INDUSTRY STANDARD PROCESS FOR DATA MINING

Metodika CRISP-DM (CRoss-Industry Standard Process for Data Mining) vznikla v ramci
Evropského vyzkumného projektu. Cilem projektu bylo navrhnout univerzalni postup (tzv. stan-
dardni model procesu dobyvani znalosti z databazi), ktery bude pouZitelny v nejriznéjsich ko-
mercnich aplikacich [Chapman a kol, 2000]. Vytvoteni takovéto metodiky umozZni fesit rozsahlé
ulohy dobyvani znalosti rychleji, efektivnéji, spolehlivéji a s niz§imi naklady. Kromé navrhu
standardniho postupu ma CRISP-DM nabizet ,,privodce potencidlnimi problémy a feSenimi,
které se mohou vyskytnout v realnych aplikacich.

Na projektu spolupracovaly firmy NCR (pfedni dodavatel datovych skladi), Daimler-
Chrysler, ISL (tviirce systému Clementine) a OHRA (velka holandska pojistovna). VSechny tyto
firmy maji bohaté zkuSenosti s realnymi ulohami dobyvani znalosti z databazi.

Zivotni cyklus projektu dobyvani znalosti je podle metodiky CRISP-DM tvofen Sesti fazemi
(Obrazek 7). Poradi jednotlivych fazi neni pevné dano. Vysledek dosazeny v jedné fazi ovliviiuje
volbu kroktl nasledujicich, ¢asto je tfeba se k nékterym kroklim a fazim vracet. Vné&jsi kruh na
obrazku symbolizuje cyklickou povahu procesu dobyvani znalosti z databazi jako takovou.
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Porozumeéni Porozumeéni
problematice datim

Priprava dat

A

3

yuziti vysledkd

v

Modelovani

Vyhodnoceni
vysledku

Obrazek 7: Metodika CRISP-DM

Jednotlivé faze metodiky CRISP-DM bude ilustrovat pomérné realisticky piiklad tlohy doby-
vani znalosti z dat v bance XY [Berka, 1999].

Dlfssemsaos ]

Nejprve nékolik slov k pozadi ulohy:

Banka XY je zamérena na drobné klienty kterym vede ucty, poskytuje pujcky apod. Pod ros-
toucim tlakem konkurence chce tato banka zlepsit své sluzby. Management banky ma jen velmi
vagni predstavu, co je mozno od metod dobyvani znalosti ocekavat. Doufa ale, Ze mu tyto nové
metody umozni lépe pochopit klienty a tak napriklad cilenéji nabizet své produkty, nebo rozliso-
vat mezi ruznymi skupinami klientii (bonitni resp. problémovi).

Porozuméni problematice (Business Understanding)

Tato tivodni faze je zaméfena na pochopeni cilii ulohy a pozadavki na feSeni formulovanych
z manazerského hlediska. Manazerska formulace musi byt nasledn¢ pievedena do zadani ulohy
pro dobyvani znalosti z databazi.

Manazersky problém, ke kterému jsou pomoci metod KDD hleddany informace, miize byt for-
mulovan (témér) bez vazby na informace ziskavané pomoci metod KDD z dostupnych dat. Pri-
kladem miize byt snaha nabidnout uloZeni casti penéz na zvlastni ucet s delsi vypovédni lhiitou
reklamou vhodné zacilenou na v tomto sméru nadéjnou skupinu klientii (i potencialnich) banky.
Pro KDD to znamena nalézt takovou charakteristiku klientu, které zajistuji, Ze ve skupiné klienti
s touto charakteristikou bude velka cast klientu mit stdale dostatecné vysoky ziustatek na uctu. V
tomto pripadé je zadani pro KDD formulovano relativné presné, presto je vsak tFeba pocitat s
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moznosti preformulovani nebo upresnéni manazerského probléemu na zakladé provedenych ana-
lyz. Jinou moznou ulohou je otazka véasného rozpoznani klientii, kteri predstavuji rizikovou sku-
pinu z hlediska splaceni poskytnutého uveru.

Porozuméni datiim (Data Understanding)

Féaze porozuméni datlim zac¢ina prvotnim sbérem dat. Nasleduji ¢innosti, které umozni ziskat
zéakladni predstavu o datech, ktera jsou k dispozici (posouzeni kvality dat, prvni ,,vhled* do dat,
vytipovani zajimavych podmnozin zaznamt v databazi...). Obvykle se zjist'uji rizné deskriptivni
charakteristiky dat (Cetnosti hodnot riiznych atributi, praimérné hodnoty, minima, maxima
apod.), s vyhodou se vyuzivaji i rizné vizualiza¢ni techniky.

Data sledovana bankou XY maji podobu nékolika navzajem propojenych tabulek (Obrazek
8). Zakladni tabulkou je tabulka Account (ucty). S kazdym uctem miize disponovat néjaky klient
(tabulka Client). K jednomu uctu miize mit pristup vice klientii, jeden klient miize mit zrizeno
vice uctii; tato skutecnost je zachycena v tabulce Disposition, ktera prirazuje klienty k uctim.
Klientovi, ktery disponuje néjakym uctem, miize byt k tomuto uctu vydana kreditni karta (ta-
bulka Credit Card). Nejdiilezitejsi udaje o uctech jsou udaje o provadénych operacich, to je
zachyceno v tabulce Transactions (transakce). Na nékterych uctech mohou byt zrizeny trvalé
platebni prikazy (tabulka Permanent order), na zakladé nékterych uctit banka poskytuje viver
(tabulka Loan). Banka poskytla pro analyzu jen urcity (relativné maly) vzorek téchto dat,; prvni
predstavu o podobé dat tedy bylo mozno ziskat relativné jednoduchymi nastroji (Access, Excel).
Bylo konstatovano, Ze nékteré udaje v tabulce transakce (napr. konstantni symbol) maji mnoho

chybéjicich hodnot.
Lo Credit Card
accowt id disp_id
Permanert Accowaf Disposition Client
order
L disp_id cliert id
account id accourt_id — client id I district id
district id __‘_accnmt_id
Trapsactions Demograph.
accout id district id

Obrazek 8: Data banky XY

Piiprava dat (Data Preparation)
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Ptiprava dat zahrnuje ¢innosti, které¢ vedou k vytvoteni datového souboru, ktery bude zpraco-
vavan jednotlivymi analytickymi metodami. Tato data by tedy m¢la

e obsahovat udaje relevantni k dané uloze,
e mit podobu, ktera je vyzadovana vlastnimi analytickymi algoritmy.

Ptiprava dat tedy zahrnuje selekce dat, ¢isténi dat, transformace dat, vytvareni dat, integrovani
dat a formatovani dat. Tato faze je obvykle nejpracnéjsi ¢asti feseni celé lohy. Jednotlivé ikony
jsou obvykle provadény opakovang, v nejriznéj$im poradi.

Vzhledem k tomu, zZe data o klientech a jejich uctech jsou uloZena v nékolika tabulkdach na-
vzajem spojenych relacemi 1:n, n:1 a n:m, velkou cast predzpracovani predstavovalo vytvoreni
Jjediné tabulky obsahujici udaje vybrané z vice tabulek. Prislusné operace vedouct k tomuto cili
tedy zahrnuji agregovani hodnot odpovidajicich jednomu klientovi. Dalsimi operacemi bylo
napr. vypocteni priumérnych mesicnich zustatkii, priomérnych mésicnich prijmu, prevod rodného
c¢isla klienta na jeho vék a pohlavi, apod.

Modelovani (Modeling)

V této fazi jsou nasazeny analytické metody (algoritmy pro dobyvani znalosti). Obvykle exis-
tuje fada riznych metod pro feSeni dané Ulohy, je tedy tfeba vybrat ty nejvhodnéjsi (doporucuje
se pouzit vice riznych metod a jejich vysledky kombinovat) a vhodné nastavit jejich parametry.
Jde tedy opét o iterativni ¢innost (opakovand aplikace algoritmill s riznymi parametry), navic,
pouziti analytickych algoritmii mlize vést k potfebé modifikovat data a tedy k navratu k datovym
transformacim z predchazejici faze.

Pro hledani zajimavych skupin klientii je mozno pouzit metody shlukovani nebo asociacni
pravidla. Pro rozpoznani rizikovych klientii z hlediska pujcek jsou (vzhledem k tomu, Ze jedna z
tabulek obsahuje informace o prubéhu splaceni) vhodné napr. algoritmy pro tvorbu rozhodova-
cich stromit nebo rozhodovacich pravidel. Tyto metody je vhodné kombinovat, napr. shlukova
analyza miize rozdélit klienty do skupin a rozhodovaci strom pak umozni jednotlivé skupiny cha-
rakterizovat dostatecné srozumitelnym zpiisobem.

Soucasti této faze je rovnéz oveétovani nalezenych znalosti z pohledu metod dobyvani znalosti.
To miiZe predstavovat napft. testovani klasifikacnich znalosti na nezavislych datech.

Znalosti ,, deskriptivni * (charakteristiky skupiny klientu ,, zajimavych* z hlediska pripravova-
ného produktu) byly predlozeny expertiim z banky. Znalosti klasifikacni (umoznujici ,, rozpoznat “
klienty, kteri nesplaceji uver) byly testovany na novéem vzorku dat.

Vyhodnoceni vysledkit (Evaluation)

V této fazi jsme se dopracovali do stavu, kdy jsme nalezli znalosti, které se zdaji byt v potradku
z hlediska metod dobyvani znalosti. Dosazené vysledky je ale jesté tieba vyhodnotit z pohledu
manazerl, zda byly splnény cile formulované pti zadani ulohy.
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Neéktere nalezené skupiny klientii experty neprekvapily, védeélo se o nich a banka se pripravo-
vala je oslovit dopisem. Jiné (rovnéz bonitni skupiny) byly shledany zajimavymi, ale budou jesté
podrobeny dalsimu zkoumani. Vysledky testovani klasifikacnich znalosti ukazaly, Ze systém byl
prilis ,, prisny “, tedy spravne rozpoznaval klienty rizikové, ale v urcitych pripadech (obzvlasté u
vyssich pujcek) za rizikové oznacil i klienty bonitni. Bylo tedy rozhodnuto, zZe na vsech pobockach
banky bude vyuzivan program, ktery bude rozhodovat o uverech do urcité castky.

Na zavér této faze by mélo byt pfijato rozhodnuti o zplsobu vyuziti vysledki.
VyuZiti vysledkit (Deployment)

Vytvorenim vhodného modelu feseni tllohy obecné nekonci. Dokonce i v ptipad¢, ze feSenou
ulohou byl ,,pouze® popis dat, ziskané znalosti je tieba upravit do podoby pouzitelné pro zékaz-
nika (manaZzera - zadavatele ulohy). Podle typu ulohy tedy vyuziti (nasazeni) vysledki mize na
jedné stran¢ znamenat prosté sepsani zaveéreéné zpravy, na strané druhé pak zavedeni (hardwa-
rové, softwarové, organizacni) systému pro automatickou klasifikaci novych ptipadi.

Ve vétsing pripadu je to zdkaznik a nikoliv analytik, kdo provadi kroky vedouci k vyuzivani
vysledkl analyzy. Proto je dtlezité, aby pochopil, co je nezbytné ucinit pro to, aby mohly byt
dosazené vysledky efektivné vyuZzivany.

Systém pro rozhodovani o pujckach bude nasazen ve dvou fazich. V prvni fazi bude systém
nasazen jen na vybranych pobockach, po tomto poloprovoznim ovéreni pak bude nasazen vsude.
Toto rozhodnuti vyZaduje:

implementaci klasifikacniho algoritmu v uzivatelsky pratelské podobe,
e pripravu uzivatelského manualu

e instalaci programu na vsech pobockdach banky

e zaSkoleni uzZivatelii

e zmeénu metodiky poskytovani uvéru a tomu odpovidajici zménu vnitinich predpisii

banky

Celkové schéma jednotlivych krokti metodiky CRISP-DM ukazuje Obrazek 9. Jednotlivé
kroky procesu dobyvani znalosti jsou rtizn€ casov€ narocné a maji i rliznou duleZitost pro

vvvvv

problému (80% vyznamu, 20% Casu) a ¢asove nejnarocnéjsi je faze pripravy dat (80% casu, 20%
vyznamu). Pfekvapivé malo prace zaberou vlastni analyzy (5% Casu, 5% vyznamu).

4 Nasledujici udaje jsou pfevzaty z vystoupeni J.U. Kietze na konferenci PKDD 2000.
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Dobyvani znalosti z databazi a dolovani dat

i
Business ; Data
Understanding 3 Understanding

Data
Preparation

I Modeling I

Evaluation I

Deployment I

Determine Collect Initial Data Data Set Select Modeling Evaluate Results Plan Deployment
Business Objectives !/Initial Data Collection  } Data Set Description Technique Assessment of Data Deployment Plan
Background Report Modeling Technique Mining Results w.r.t.
Business Objectives Select Data Modeling A fi Busi) Success Plan Monitoring and
Business Success Describe Data Rationale for Inclusion | Criteria Maintenance
Criteria Data Description Report |  Exclusion Generate Test Design | Approved Models Monitoring and
Test Design Muaintenance Plan
Assess Situation Explore Data Clean Data Review Process
Inventory of Resources {Data Exploration Report | Data Cleaning Report Build Model Review of Process Produce Final Report
Requirements, Parameter Settings Final Report
Assumptions, and Verify Data Quality Construct Data Models Determine Next Steps | Final Presentation
Constraints Data Quality Report Derived Altributes Model Description List of Possible Actions
Risks and Contingencies| Generated Records Decision Review Project
Terminology Assess Model Experience
Costs and Benefits Integrate Data Model Assessment Documentation
Merged Daia Revised Parameter
Determine Settings
Data Mining Goals Format Data
Data Mining Goals Reformatted Data

Data Mining Success
Criteria

Produce Project Plan

Project Plan

Initial Assessment of
Tools and Techniques

Obrazek 9: Ulohy v metodologii CRISP-DM [Chapman a kol. 2002]

1. V souvislosti s jakym védnim oborem a kdy se zacind mluvit o Dobyvani znalosti z databazi?
Jak lze definovat dobyvani znalosti z databazi?
Které jsou tfi hlavni typy uloh dobyvani znalosti z databazi?

Vyjmenujte 6 fazi procesu dobyvani znalosti z databazi dle metodiky CRISP-DM.

V této kapitole jsme se seznamili s dolovanim dat a dobyvanim znalostni z databazi. Potom
jsme se dozvédéli néco o zakladnich ulohach, které dolovani dat. Nakonec jsme se seznamili se
tfemi metodikami, které nabizeji jednotnych zplsob postupu pii dolovani dat.

]

1. Pocatkem 90. let 20. stoleni v souvislosti s oborem Um¢la inteligence.
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2. Jako netrividlni extrakci implicitnich, dfive neznamych a potencialné uzite¢nych informaci
z dat.

3. Klasifikace/predikce, deskripce a hledani ,,nugeta“.

4. Porozuméni problematice, porozuméni datim, pfiprava dat, modelovani, vyhodnoceni vy-
sledkt a vyuziti vysledkd.
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2 PRIPRAVA DAT

[el[wemrmineommprory ]

Tato kapitola se vénuje pfipravou dat, jez je nezbytnou soucasti vétSiny procesu zahrnujicich
dolovéni dat. V této kapitole se Ctendt miiZze sezndmit s metodami, které umoziuji upravit hruba
data ziskand piimo z praktickych aplikaci na data, kterd jsou jizZ vhodna pro vybranou metodu
dolovani dat. Konecné je zde také predstaveno nékolik piistupu k situacim, kdy je dat je ptilis
mnoho anebo naopak situacim, kdy néktera z dat chybi.

Hfewewarmrory ]

Jelikoz ne kazda data jsou vhodna pro jakoukoli metodu dolovani dat, cilem této kapitoly je
seznamit Ctenate s nékolika praktickymi pfistupy k tomu, jak je mozné nevyhovujici data pro
danou metodu dolovani dat pfizptisobit. Ctenaf se seznami s postupy v piipadech, kdy je v datech
objektli nebo atributii ptili§ mnoho, popiipadé chybi-li néktera z hodnot. Ctenaf se taktéz naudi
zpracovavat numerické a kategorialni atributy takovym zplsobem, aby byly vhodné pro pouZiti
ve zvolené metodé dolovani dat.

Casova data, odvozené atributy, mnoho objektli, mnoho atributti, diskretizace, chybéjici hodnoty

vvvvvvvvvv

byvani znalosti z databazi. Soucasné je to ale krok, ktery ma klicovy vyznam pro tspéch dané
aplikace. Je to ta ¢ast prace, kterd (spolu s krokem porozuméni problému) vyZaduje nejvétsi podil
spolupréce s expertem z dané aplikacni oblasti. Skoro lze fici, Ze problémy se ziskanim ,,téch
spravnych® dat pro ucici se systémy jsou podobné problémiim se ziskdvanim znalosti u systému
expertnich.

[lczmmmarovew ]

Cil predzpracovani je obvykle dvoji:



Petr Berka, Jan Gorecki - Dolovani dat

e vybrat (nebo vytvofit) z dostupnych dat ty udaje, které jsou relevantni pro zvole-
nou ulohu dobyvani znalosti,

e reprezentovat tyto uidaje v podobg¢, ktera je vhodna pro zpracovani zvolenym al-
goritmem.

Zatimco prvni cil Gizce souvisi s porozuménim problému i s porozumeénim datim (a je tedy
zavisly na aplikacni oblasti), druhy cil (ptizplsobit data uvazovanému algoritmu) je relativné
aplikacné nezavisly.

Tato kapitola se z pochopitelnych divodi zamétuje na druhy cil, tedy na otazku, jak uzplsobit
data pro jednotlivé analytické procedury. Pfi pfedzpracovani potfebujeme znat (a tedy z hlediska
knihy popsat) pozadavky jednotlivych metod na podobu vstupnich dat. Casto mize podoba dat
vést k volbé metody. Pfidrzime se ptfitom podoby, ktera je spolecné algoritmiim, kterym se bu-
deme vénovat v kapitolach 3, 4 a ptedevs§im 5; reprezentaci dat pomoci jedné datové tabulky,
zachycujici hodnoty atributd objekt. To bude tedy cilovy stav, ke kterému se budeme propra-
covavat pii feSeni dale uvedenych problémi. Prostfedkem k dosazeni tohoto cile budou rtizné
metody transformace, selekce a tvorby atributii a objekti.

2.1 Jina nez relacni data

Kromé¢ dat uchovéavanych v relacnich tabulkach, u kterych nezalezi na potadi objekti (objekty
jsou navzajem nezavislé) mizeme v fade oblasti narazit na data s urcitou strukturou. K takovym
datim patii

e Casova data (napf. ¢asové fady kurzii akcif)
e prostorova data (napt. geografické informacni systémy)
e strukturalni data (napf. chemické slouceniny)

Na opacné stran¢ stoji naopak data nestrukturovana, naptiklad texty.

Casova data jsou obvykle tvofena hodnotami téze veli¢iny (nebo vice veli¢in) zaznamenava-
nych v riznych okamzicich. Veli€¢inou (typicky numerickou) miiZze byt kurz ceny akcii, spotfeba
elektrické energie, vysledek laboratorniho testu v nemocnici, transakce na uctu v bance nebo
sekvence navtivenych webovych stranek (tzv. clickstream). Udaje tedy mohou byt zaznamené-
vany jak v ekvidistantnich ¢asovych intervalech (denni kurzy akcii) nebo v libovolnych okamzi-
cich (navstévy u 1ékafte).

Obvyklou tlohou pro ¢asova data je predikce budouci hodnoty veli¢iny (napt. kurzu akcii) na

zakladé hodnot zjiSténych v minulosti. Tomu odpovida i zptisob ptedzpracovani, ktery jsme jiz
vidéli v kapitole o neuronovych sitich. Z casové fady (Obrazek 10) se postupné€ vybira tsek dané
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deélky tak, ze jeho ,,zacatek* predstavuje hodnoty vstupnich atributti a jeho ,,konec* hodnoty ci-
lového atributu (Obrazek 11).

y(t)

th tp oty ty t5 tg 7 ... t

Obrazek 10: Piavodni ¢asova rada

Jinym piikladem pouziti (a pfedzpracovani) ¢asové zavislych dat je situace, kdy tato data
kovani choroby mimo jiné (ale nikoliv pouze) na zéklad¢ opakovanych vysetieni. Pak se sek-
vence vysledki téhoz laboratorniho testu chépe (ve vztahu k pacientovi) jako relace n:1 (viz
dale).

vstupy vystup
y(to) y(t) y(t2) y(t3) y(t4)
y(t) y(t2) y(t3) y(ts) y(ts)
y() y(t3) y(ts) y(ts) y(ts)

Obriazek 11: Casova Fada po transformaci

V piipadé€ prostorovych dat hraje mezi jednotlivymi objekty roli implicitni relace sousednosti.
Obvykle ptedpokladame, Ze hodnoty atributli u ,,sousednich® objektii nebudou pfili§ odlisné.
VeétSina analytickych metod nedokaZe tuto vazbu mezi objekty vzit do tvahy. Spise se tedy po-
uZzije pfi interpretaci, nebo jako dodate¢né poZadavky na nalezené znalosti.

2.2 Odvozené atributy

Z atributli ptitomnych v plivodnich datech 1ze samoziejmé vytvaret odvozené atributy. Nékdy
tvorbu novych atributli vyzaduje zpiisob piedzpracovani (napf. atributy pro agregované hodnoty
pii spojovani relaci), jindy tvorba atributll plyne z doménovych znalosti (napt. pfevod rodného
¢isla klienta na vék a pohlavi). Opét se tedy jedna o operaci, kdy je tieba izce spolupracovat s
expertem.
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2.3 PriliSs mnoho objektu

V realnych tlohach se setkdvame s databazemi, které obsahuji desitky a stovky tisic objekta,
zvlastnosti nejsou ani jesté vetsi pocty. V ptipadé algoritmi pracujicich v inkrementalnim rezimu
zadny problém nevznika. Jiné je to v pfipadé algoritmil pracujicich v davkovém rezimu, které
ptedpokladaji zpracovani celych (trénovacich) dat nardz v operacni paméti. Pro feSeni tohoto
problému se nabizi:

e pouzit jen urCity vzorek (sample) vybrany z celych dat,

e pouzit takovy zpusob ulozeni dat, ktery by umoznil pfistup ke vSem objekttim,
aniz by je celé ukladal do operacni paméti,

e vytvorfit vice modeld na zakladé podmnoZin objekt a modely poté zkombinovat.

Pti vybéru urcitého vzorku se opét vynotuje otazka reprezentativnosti dat. Pozadujeme totiz,
aby vybrané objekty co nejlépe vystihovaly cela data’. Shodu vzorku s celymi daty miizeme
vyhodnocovat napt. na zékladé shody rozdéleni hodnot atributli ve vybraném vzorku i v celych
datech. V praxi se Casto spokojime s tim, Ze tuto shodu zjistujeme pouze pro cilovy atribut ur-
Cujici zatazeni objektd do tfid. Pak je na misté dostatecné veliky ndhodny vybér. Vyjimku z
tohoto pozadavku ptedstavuje situace, kdy jsou tfidy v pitvodnich datech nevyvazené. Je-li napf.
v celych datech podil objekti jedné tiidy 95% a objekti druhé tfidy 5%, bude mit vétSina analy-
tickych algoritmii tendenci preferovat majoritni tfidu. Nalezené znalosti by tedy mély podobu
defaultu “kazdy objekt patfi do majoritni t¥idy”. Casto nés ale zajimaji znalosti tykajici se té
druhé tfidy. V takovém piipadé musime bud’ vzit do uvahy rizné ceny za rtuzny typ chybného
rozhodnuti®, nebo musime upravit trénovaci data do takové podoby, kdy jedna tfida nebude do-
minovat té druhé. Ve druhém piipadu budeme tedy vybirat piiklady riznych tfid s riznou prav-
dépodobnosti (resp. vazit piiklady riiznych téid rliznymi vahami)’.

Pti vybéru objektil do trénovaci mnozZiny se samoziejmeé mizeme fidit i dal§imi dodate¢nymi
informacemi: miZeme napf. vybirat typické ptiklady, nebo naopak atypické ptiklady, pouze pii-
klady bez chybéjicich hodnot apod. Jistou variantou vzorkovani je i kiiZzova validace, pfi které
se z dat opakované¢ vybere jen ur€itd ¢ast pro trénovani a jina ¢ast pro testovani (viz kapitola o
evaluaci). Zde miiZeme tento princip pouZit tak, ze vytvotime rizné modely na zakladé riznych
vzork, a pro vlastni klasifikaci pouzijeme model nejlepsi.

2.4 PriliS mnoho atributt

V reélnych ulohach se setkdvame s databazemi, které obsahuji desitky a stovky atributti. Ne
vSechny z nich jsou samoziejmée relevantni pro zamyslenou analyzu, takze stojime pied otazkou
redukce tohoto poctu. Odpoveéd’ 1ze hledat u experta (ktery miize védét, které atributy jsou pro

5 Pro upIné pokryti prostoru atributli bychom pro n binarnich atributt potiebovali 2" riznych objekti.

6 Podstatné horsi chybou (chybou s vétsi cenou) bude chybné zafazeni minoritniho piikladu do majoritni tfidy.
7 Extrémni variantou tohoto piistupu je pouzit viechny piiklady minoritni tfidy a doplnit je ndhodné vybranymi
piiklady majoritni tfidy tak, aby podil obou tiid ve trénovacich datech byl stejny.
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danou ulohu relevantni), nebo v automatickych metodéach, které nabizeji nasledujici dva zpu-
soby:

e transformaci, kdy z existujicich atributl vytvoiime mensi pocet atributti novych,

o selekci, kdy z existujicich atributil vybereme jen ty nejdilezité&jsi®
Otazka redukce dimenzionality je dobfe znama z oblasti rozpoznavani obrazii’. Pro transfor-
maci atributll se zde pouziva napt. Karhounen Loeviiv rozvoj, faktorova analyza nebo analyza
hlavnich komponent. Tyto metody piedpokladaji pouziti vyhradné numerickych atributi. Zakla-
dem vSech uvedenych metod je reprezentace objekti pomoci hodnot novych atributi, které
vzniknou jako linearni kombinace atributi ptivodnich.

Jistou nevyhodou téchto metod tedy je skutecnost, ze potiebujeme znat (métit) hodnoty vSech
puvodnich atributl. Nové, transformované atributy navic nemusi mit srozumitelnou interpretaci,
coz muze byt v konkrétni uloze na zavadu.

Pfi (automatizované) selekci atributti obvykle hledame ty atributy, které nejlépe prispéji ke
klasifikaci objekti do tfid. K tomuto problému mizeme pfistoupit dvojim zptisobem. Bud’ pro
kazdy atribut spocitat néjakou charakteristiku vyjadiujici vhodnost atributu pro klasifikaci (tento
ptistup byva nazyvan metoda filtru — filter approach), nebo pouzit n¢jaky algoritmus strojového
uceni pro vytvofeni modelu z (pod)mnoziny atributii a vyhodnotit model (tento pfistup byva
nazyvan metoda obadlky — wrapper approach).

Pro metodu filtru Ize pouzit kritéria pouzivana pro volbu atributu pro vétveni rozhodovaciho
stromu (entropii nebo informaéni zisk), vzajemnou informaci nebo y? test. Tato kritéria vychézeji
z kontingen¢ni tabulky. Podobu tabulky pro (vstupni) atribut 4 a cilovy atribut C ukazuje Ta-
bulka 1, kde aw je ¢etnost (frekvence) kombinace (A(vk) A (C(vi)) a

_\S _ vL _ vR S
I = Xi=13k, S| = Xk=1ak a 1= X_q D=1 Akl-

Uvedené Cetnosti 1ze pouzit pro odhad pravdépodobnosti:

P(A(vi) A (C(v1)) = % a P(A(vk)) = %" a P((C(v)) = %

8 V anglicky psané literatufe se poziva termin feature selection. V relacni algebie se tento typ operace nazyva pro-
jekee.

? Rozpoznavani obrazii (pattern recognition) je relativné samostatna oblast umélé inteligence, fesici tlohy klasifi-
kace tak jak jsou popsdny v této knize: Na zaklad¢ trénovaci mnoziny se hled4 obecny popis tfid. Kazdy objekt je
reprezentovan numerickym vektorem piiznakut (feature vector), modely pouzivané pro klasifikaci tedy reprezen-
tuji znalosti o tfidach v podob¢ diskriminacnich funkei nebo etalonti.
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Tabulka 1: Kontingen¢ni tabulka pro atribut A a tfidu C.

Civi) Cv) s C(vs) ¥

A(vy) a A . as I
:‘(\'1) ar o R ars I
A(vr) ARy AR2 e aAgs I'r
> S S: i Sg n

Ptislu$na kritéria jsou pak

1. % (¢im vétsi hodnota, tim 1épe)

2 a,, —
R S 2 R S Kl
a,, — € 1
Xzzzz(m u) _ nxzz L
k=1 1=l €n k=1 1=l L, 8
2. entropie H(4) (¢im mensi hodnota, tim leépe)
R I > a a
HA)=> = HAR,) . kde HAFr,)=-» = log—=
k=1 U = b 4
3. informaéni mira zavislosti ID(4,C) (¢im vétsi hodnota, tim 1épe)
MI(A,C) MI(A,C)
IDA,C)= — = =
H(C) 5, S,
—Z—log—
o n n
kde vzajemna informace MI(4,C) je
R S R S la
PAF )ACH, ) A,
MI(A,C) = D D P(AR,) A C(r))) log— ( }“']\ ‘ 1] = > > Hlog—t— =
k=1 1=l P(A(vy)) P(C(vy) k=1 1=1 O L 5
n n

Atributy lze uspotadat podle hodnoty kritéria; pak miZzeme vybrat jen urcity pocet téch nej-
lepsich. Lze postupovat ,,zdola nahoru* — tedy ptfidavanim atributii, nebo ,,shora doli* — tedy
odstraniovanim atributli z ptivodni mnoziny vSech atributi. Nevyhodou uvedeného zptisobu se-
lekce je, Ze posuzuje kazdy atribut zvIast’ a nezachycuje soucasny vliv vice atributli na spravnost
klasifikace.
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Jinym ptikladem, jak vybirat mnoziny atributii, je metoda obalky, ktera vyuziva (hrub¢) vy-
pocetni sily soucasnych pocitaci [John a kol, 1994]. Z mnoziny vSech pouzitelnych atributii se
opakovan¢ vybira urcita ¢ast a ta se pak pouzije pro popis objektii v trénovaci i testovaci mno-
zin€. Pro kazdou trénovaci mnozinu se vytvoii jeden model, ktery bude otestovan na testovacich
datech téZe struktury atributdl. Z takto vytvorenych modeli se pak pouZije ten nejlepsi'® — volba
modelu zaroven ur¢i relevantni atributy.

Metodu obdlky lze pouzit ,,zdola nahort* (zacit od modeld vytvofenych pro jednotlivé atri-
buty a atributy postupné pfidavat), ,,shora doli* (zac¢it od modelu vtvotfeného pro ptivodni mno-
zinu atributll a atributy postupné odstrafiovat), nebo pro nahodny zpiisob vybéru podmnoziny
atributt.

2.5 Numerické atributy

Jako jisté omezeni nékterych algoritmi dobyvani znalosti se mize jevit to, Ze pracuji pouze s
kategorialnimi daty. Numerické atributy tedy nejprve musime diskretizovat (rozdélit na inter-
valy). Nékdy se diskretizace provadi v priabeéhu prace algoritmu, jindy se provadi ve fazi pred-
zpracovani dat.

Diskretizace Casto zavisi na povaze feSené¢ho problému; na znalostech, které teprve hledame.
Je-li k dispozici expert, je 1épe mu tuto diskretizaci pfenechat. Existuji ale i metody umoziujici
provadét diskretizaci automaticky. K nejjednodussim metodam patii diskretizace na predem za-
dany pocet ekvidistantnich nebo ekvifrekventnich intervali. V prvnim ptipadé se obor hodnot
numerického atributu rozd¢€li na stejné dlouhé intervaly (Obrazek 12 vlevo); staci tedy znat jen
rozsah hodnot. Ve druhém ptipad¢ se obor hodnot rozdéli na intervaly, které¢ obsahuji (zhruba)
stejny pocet objektii (Obrazek 12 vpravo); tady uz potiebujeme znat pocéty vyskytu jednotlivych
hodnot. V obou ptipadech se ale numericky atribut diskretizuje bez vyuziti informaci o hodno-
tach jinych atributd. Jiné metody vyuZivaji pii diskretizaci informaci o pfislusnosti objekt k
riznym tiidam, viz kapitola 7.6 v [Berka, 2003].

19 Kritériem kvality modelu je spravnost klasifikace na testovacich datech.
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Ekvidistantn{ intervaly Ekvifrekvenini intervaly

L L L L L L
0 9.25 18.5 27.75 a7 1.5 4.5 10.5 37
hadnota hodnota

Obrazek 12: (vlevo) Ekvidistantni intervaly. (vpravo) Ekvifrekvenéni intervaly.

2.6 Kategorialni atributy

Chceme-li pouzit algoritmy, které pouzivaji numerické vstupy (napf. neuronové sité), musime
hodnoty kategoridlnich atributli zakddovat pomoci Cisel. V ptipadé binarnich atributl to mohou
byt napi. hodnoty 0, 1 nebo —1, 1, v pfipad€ ordinalnich atributi to mize byt potradové ¢islo
hodnoty, v pfipad¢ nominalnich atributl pak v zasad¢ libovolné ¢islo.

2.7 Chybéjici hodnoty

Otazkou prace s chyb¢jicimi hodnotami jsme se jiz zabyvali. Pfipomeinime tedy jiz diive uve-
dené zptsoby:

1) ignorovat objekt s né¢jakou chybéjici hodnotou,

2) nahradit chybéjici hodnotu novou hodnotou ,,nevim®,

3) nahradit chybéjici hodnotu nékterou z existujicich hodnot atributu a sice:
a) nejcetnéjsi hodnotou,
b) proporcionalnim podilem vSech hodnot,
c) libovolnou hodnotou.

Zajimavou alternativou je pouzit pro doplnéni chybéjici hodnoty néktery z algoritml pro mo-
delovani; atribut s chybé&jicimi hodnotami se povazuje za cilovy atribut, pro trénovani a testovani
se pouziji objekty se znamou hodnotou tohoto atributu —a chybéjici hodnoty se doplni na zékladé
modelu.
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Priprava dat

Jak postupovat pii zpracovani dat, které obsahuji ptilis§ mnoho objekta?
2. Jak postupovat pfi zpracovani dat, které¢ obsahuji ptili§ mnoho atributi?

3. Jak pfevést nomindlni kategoricky atribut s hodnotami napt. Cech, Némec a Slovék na nu-
mericky atribut?

Ellsmmaproe ]

V této kapitole jsme se vénovali pfipravé dat, jeZ je nezbytnou soucasti vétSiny procesu zahr-
nujicich dolovani dat. Seznadmili jsme se s metodami, které umoznuji upravit hruba data ziskana
pfimo z praktickych aplikaci na data, ktera jsou jiz vhodna pro vybranou metodu dolovani dat.
Kone¢né jsme si také predstavili n¢kolik pistupu k situacim, kdy je dat je pfili§ mnoho anebo
naopak situacim, kdy néktera z dat chybi.

]

a) Pouzit jen urcity vzorek vybrany z celych dat, b) pouzit takovy zplisob uloZeni dat, ktery
by umoznil pfistup ke v§em objektiim, aniz by je celé ukladal do operacni paméti nebo c)
vytvofit vice modelil na zdklad€ podmnoZin objektl a modely poté zkombinovat.

2. Odpovéd na to, které atributy pouzit a které ne, 1ze hledat u experta (ktery mize védét, které
atributy jsou pro danou ulohu relevantni), nebo v automatickych metodach, které nabizeji
nésledujici a) transformaci kdy z existujicich atributﬁ Vytvofime menéi pocet atributti no-

vvvvvv

3. Pozor, narozdil od ordinélnich atributd (napt. s hodnotami maly, stfedni a velky) nelze pouze
ptifadit kazdé hodnoté ¢islo dle jejiho pofadi, napt. maly = 1, stfedni = 2 a velky = 3, kde
pramér malého a velkého dava logicky hodnotu odpovidajici stitedni. U zminéného nominal-
niho atributu by primér Cecha a Slovaka daval Némce, coz smysl nedava. Proto je potieba
vytvofit obecné tolik novych binarnich atributti (sloupcit), kolik ma ptivodni nominalni atri-
but riznych hodnot, v nasem piikladu tedy 3, a jejich hodnoty pak pievést z ptivodniho napt.
ndrodnost = Slovak na ndarodnost Cech =0, narodnost_Slovik =1 a narodnost Némec = 0.
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3 STATISTIKA

[el[wemrmineommprory ]

V této kapitole si Ctendr osvezi Ctyfi vyznamné metody pro statistickou analyzu dat, a to kontin-
genéni tabulky, regresni analyzu, diskrimina¢ni analyza a shlukovou analyzu.

Hlewewarray ]

Cilem této kapitoly je ¢tenafi osvéZit pamét co se ty€e nekolika vyznamnych statistickych metod
pro analyzu dat. Ctenéf si pfipomene, co je to &tyfpolni kontingenéni tabulka a obecna kontin-
gencni tabulka a jak s nimi souvisi testovaci statistika chi kvadrat. Dale si ctenaf pfipomene, co
obnési regresni analyza a jak s ni souvisi metoda nejmensich étverci. Ctenaf si také piipomene,
co je to diskriminaéni analyza a osvézi si jeji nejjednodussi ptipad, coz je linearni diskriminacni
analyza. Konecné si Ctenar také zopakuje zdkladni pojmy tykajici se shlukové analyzy, jako jsou
ruzné definice miry vzdalenosti, hierarchické aglomerativni shlukovani nebo dendrogram.

Hlweonsiommprary ]

kontingen¢ni tabulky, regresni analyza, diskrimina¢ni analyza, shlukova analyzu, dendrogram

Statistika nabizi celou fadu teoreticky dobtfe prozkoumanych a zdivodnénych a léty praxe
ovefenych metod pro analyzu dat. Pro oblast dobyvani znalosti z databazi maji vyznam (at’ uz
piimo jako pouzivané metody nebo neptimo jako zdroj inspirace)'!:

. kontingencni tabulky — pro zjiStovani vztahu mezi dvéma kategoridlnimi velici-
nami,
. regresni analyza — pro zjistovani funkcni zavislosti jedné numerické (spojité)

veli¢iny na jinych numerickych veli¢inach,

o diskriminacni analyza — pro odliSeni ptikladl (pozorovani) patticich do riiznych
tiid,

' Vzhledem k tomu, Ze pii dobyvéani znalosti mame co do ¢inéni s mnozstvim sledovanych veli¢in, jedna se pie-
vazné o mnohorozmérné statistické metody.
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o shlukova analyza — pro nalezeni skupin (shlukll) navzajem si podobnych pfi-
kladi.

Z dalSich metod zminime jesté korelacni analyzu (pro posouzeni, zda je mezi dvéma numeric-
kymi veli¢inami linearni zavislost), analyzu rozptylu (pro posouzeni rozdilu mezi primeéry z riz-
nych vybérl) a faktorovou analyzu (pro zjistovani zavislosti jedné veliCiny na tzv. faktorech
vytvorenych jako linearni kombinace jinych veli¢in).

3.1 Kontingencni tabulky

V nejjednodussim piipad¢ mizeme kontingenc¢ni tabulku pouzit pro vyhodnoceni vztahu mezi
dvéma binarnimi veli¢inami. Je-li napt. prvni veli¢ina prijem_ klienta s hodnotami {vysoky,
nizky} a druha veli¢ina uver s hodnotami {ano, ne!, bude mit kontingen¢ni tabulka pro n pozo-
rovani podobu uvedenou v Tabulka 2. Takovéto tabulce se také n€kdy tika ctyrpolni tabulka.
Jednotliva “pole” tabulky odpovidaji ¢etnostem kombinaci hodnot obou veli¢in v datech. Tedy:

a je pocet klientli s vysokym piijmem, ktefi ziskali uvér,

b je pocet klientli s vysokym piijmem, ktefi neziskali vér,
¢ je pocet klientl s nizkym piijmem, ktefi ziskali uvér

d je pocet klientl s nizkym piijmem, kteti neziskali uvér.

V tabulce jsou jest¢ uvedeny fadkové a sloupcové soucty (tzv. marginalni hodnoty): a+b=r,
ct+d=s, at+c=k, b+d=l, at+tb+c+d=n

Tabulka 2: (Ctyi‘polni) kontingenéni tabulka

Uvér ano Uvérne | Y

Vysoky prijem a b r
Nizky prFijem C d S
> Kk I n

V obecném piipadé mize kazda z veli¢in nabyvat rizného poctu hodnot vétsiho neZ jedna. Pak

ma kontingenc¢ni tabulka podobu podle Tab. 2, kde

ax je Cetnost (frekvence) kombinace (X=Xx) A (Y=Y1),

_ VS _ VR _ S R
T = Xi=10ki> Si = Dk=10ki>»d N = Xjog D=1 Agys-
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Tabulka 3: (Obecna) kontingenc¢ni tabulka

Yi. Y2 Ys | X
X1 i £5 1 o N ais I
Xz dni A2 el ass I
XR dr1 AR2  ceeeeen. dRrs IR
> S1 ) T Ss n

Pro zji§tovani vztahu mezi obéma veli¢inami se obvykle pouziva y? test. Tento test je zaloZen
na vyhodnoceni rozdilu mezi pozorovanymi ¢etnostmi jednotlivych kombinaci (uvedenymi v
tabulce) a ¢etnostmi ocekavanymi pii platnosti hypotézy o nezavislosti obou veli¢in (pocita-
nymi z marginalnich hodnot). Je-li pozorovana cetnost

akl ,

je ji odpovidajici ocekédvana Cetnost (za predpokladu nezéavislosti X a ¥)

_ TSt
€1 = _n .

Pro kontingenéni tabulku spoéitame statistiku >

1§ )
g _ o (@i—oi) SES (aij_ n j
=22 = nx)y——t

i=1 j=I Oij i=1 j=I Li-§;

Pti platnosti nulové hypotézy nezavislosti veli¢in Xa Y
Ho : P(X=Xk A Y=Y1) = P(X=Xk ) x P(Y=Y1) pro vSechna £,/

m4 tato statistika rozdéleni ¥* s (R-1)(S-1) stupni volnosti. Je-li hodnota ¥ statistiky vétsi nebo
rovna hodnoté > rozdéleni'? s danym poctem stupiiti volnosti na zvolené hlading vyznamnosti
a

12 Z L (R-1)(S-1)()

zamitneme na této hladin€ vyznamnosti nulovou hypotézu ve prospéch alternativni hypotézy
zavislosti obou veli¢in.
3

12 Hodnoty rozdéleni pro riizné pocty stupfiti volnosti a rtizné hladiny vyznamnosti jsou uvedeny v kazdé uéebnici
statistiky.
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Napt., vytvotime-li na zaklad¢ dat ¢tyipolni tabulku Tabulka 4, spo¢itame hodnotu statistiky 2
= 84.65 (o&ekavané Eetnosti jsou uvedeny v Tabulka 5). Vzhledem k tomu, hodnota ¥* rozdg-
leni s jednim stupném volnosti je (pro hladinu vyznamnosti a=0.05) y*(1)(0.05) = 3.84, zamit-
neme nulovou hypotézu a predpokladdme zavislost mezi vysi ptijmu a poskytnutim uvéru.

Tabulka 4: Data pro vypocet 2 testu

Uvér ano Uvér ne >

Vysoky prijem 50 0 50
Nizky prijem 30 40 70
> 80 40 120

Tabulka 5: Skutec¢né vs. oekavané pocty pozorovani

Kombinace skute¢ny pocetjocekavany pocet [rozdil
Vysoky ptijem, tivér ano|50 33.3 16.7
Vysoky ptijem, ivér ne |0 16.7 -16.7
Nizky piijem, Gvér ano (30 46.7 -16.7
Nizky piijem, avérne @40 13.3 26.7

¥2 test ma ale jedno uskali; 1ze ho pouzit pouze v piipade, ze ocekavané Cetnosti jsou dosta-
te¢né veliké. Uvadi se tedy podminka pouzitelnosti testu

TkS v
—'; L > 5 pro vSechnak, 1.

3.2 Regresni analyza

Zatimco pfi korela¢ni analyze nas zajima pouze to, zda mezi dvéma numerickymi veli¢inami
plati linearni zavislost'®, v ptipadé linedrni regrese nas zajimaji parametry této zavislosti. Re-
Sime tedy ulohu aproximace pozorovanych hodnot danym typem funkce, ov§em s nezndmymi
parametry. V nejjednodus$im piipad¢ linearni regrese pro dvé veli¢iny hleddme hodnoty para-
metril ¢; a go pro rovnici

13 Korela¢ni koeficient p€[-1,1] nabyva hodnotu 1 pro piimou améru obou veli¢in, hodnotu 1 pro nepfimou tméru
obou veli¢in a hodnotu 0 v ptipadé€, ze mezi veli¢inami neni linearni zavislost. To, ze korela¢ni koeficient je nu-
lovy jesté neznamenad, ze mezi veli¢inami neni funkéni vztah; pfikladem mohou byt veliciny x a y, kde y=[x|.
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y=qixt+qo+te.

Maéme-li k dispozici vhodna pozorovani (dvojce hodnot /x;, yi/) miizeme parametry rovnice
spocitat (piesnéji feceno odhadnout) na zaklad¢ metody nejmensich ctvercii. Tato metoda mini-
malizuje rozdily mezi pozorovanou hodnotou y a o¢ekédvanou hodnotou y = f'(x) spocitanou v
tomto piipad¢ na zakladé funkce gix + go (viz ilustracni Obrazek 13 znazornujici tyto od-
chylky).

y =flx)

Obrazek 13: Metoda nejmensich ¢tverci

Vzhledem k tomu, ze povazujeme kladné rozdily za stejn¢ zdvazné jako rozdily zaporné, uva-
7ujeme druhou mocninu'* (kvadrat, &tverec) téchto rozdild:

(v — f)?

Ulohu pro n pozorovani lze tedy formalné zapsat jako hledani

min i, (vi — £ (%)%

3.3 Diskriminacni analyza

Diskriminaéni analyza je vlastné tloha klasifikace ptikladii do pfedem zadanych ttid. Z po-
hledu statistického tedy tloha hledani zavislosti jedné nominalni veli€iny (urcujici ptislusnost
ke tfid€) na dalSich numerickych veli¢inach. Pti diskriminaéni analyze ptedpokladdme, ze ke
kazdé tfidé (hodnoté nominalni veli€iny) ¢, t=1,..., T existuje (diskriminacni) funkce f; takova,
ze

fi(x) = maxx fk(x), k=1,...,T
prave kdyz ptiklad x=/x1, x2, ..., x,/ patti do ttidy c..

V ptipad¢ linearni diskriminacni analyzy maji diskriminacni funkce f; podobu linearni kombi-
nace
7

14 Obecnéji uvazujeme né&jakou sudou funkei, tj. funkci f(x) takovou, Ze f(-x)=f(x). Druhé mocniné se dava pied-
nost pied absolutni hodnotou, protoze druhd mocnina je hladka funkce.
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fi=qoj t qiy X1+ q2j X2+ .... + Qmj Xm

vvvvv

muzeme hledat funkci
f(x) = fi(x) — £2(x).

Priklady pak mizeme klasifikovat podle znaménka této funkce. Pokud si predstavime ptiklady
jako body v m-rozmérném prostoru veli¢in, bude mnozina feSeni rovnice f(x) = 0 pfedstavovat
nadrovinu v tomto prostoru, oddélujici od sebe ptiklady obou tiid. Pro m=2 a data z Tabulka 6
toto feSeni odpovida piimce, napf. jak je zobrazeno Obrazek 14. Pfimka dana f(x) = 0 mtze
mit rovnici ve tvaru

0=x1+2X2—4.

tiida A

A

trida B

b b

Obrazek 14: Rozdélovaci primka

Tabulka 6: Data pro diskrimina¢ni analyzu p¥i m = 2.

x1 | x2 | Trida (cy)
0,510,5 b
1 |05 b
04 |1,5 b
2,511,7 a
25| 2 a
3123 a
3125 a
4 12,5 a

3.4 Shlukova analyza

Shlukova analyza hled4 odpovéd na otdzku, zda Ize pozorované piiklady rozdélit do skupin
(shluk) vzdjemné si blizkych ptikladi. Vychazi se tedy z toho, Ze umime méfit vzdalenost
mezi piiklady.

Predpokladejme, ze kazdy piiklad je charakterizovan m numerickymi veli¢inami. Vzdalenost
mezi dvéma piiklady x; = [x;1,....x1m] a X2 = [X21,...,X2m] 1ze vyjadiit riznymi mirami. Uved'me
zde napt.:
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o Hammingovu vzdalenost

du(x1,x2) = Y7L [X1j — Xp;

o Eukleidovskou vzdalenost

de(x1,x2) = \/Z;’il(xn — X3j)?

. Cebysevovu vzdalenost

de(x1,x2) = max |x1; — X5
j

Rozdil mezi du(x1,x2), de(x1,x2) a dc(x1,x2) ukazuje Obrazek 15. Zde jsou (pro jednotlivé miry)
znazornény body x;, které maji stejnou vzdalenost od bodu x;: kruh pro eukleidovskou vzdale-
nost, &tverec rovnob&zny s osami pro Ceby$evovu vzdalenost a étverec ,,na $piee™ pro Ham-
mingovu vzdalenost [Hebak, Hustopecky, 1987].

de(x1,x2) = konst

dp(x1,%2) = konst

d.(x1,x2) = konst

Ay

Obrazek 15: Body x: se stejnou vzdalenosti od bodu xi.

Vyse uvedené miry vzdalenosti zavisi na méfitku veli€in. Proto je tfeba veli¢iny normovat.
Konkrétni hodnota se obvykle déli n€jakou jinou hodnotou: primérem, smérodatnou odchyl-
kou, nebo rozpétim (max-min).

Z pouzivanych metod shlukové analyzy zminme:
. hierarchické shlukovani,

. metoda K-stiedii (K-means clustering).
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Pti hierarchickém shlukovani se obvykle postupuje metodou ,,zdola nahoru®. Zacina se tedy v
situaci, kdy kazdy ptiklad tvoii jeden samostatny shluk. Postupné se pak jednotlivé shluky spo-
juji, az skon¢ime s jednim shlukem obsahujicim vsechny ptiklady (Obrazek 16).

Algoritmus hierarchického shlukovani

Inicializace
1. uréi vzajemné vzdalenosti mezi vSemi ptiklady
2. zatad’ kazdy piiklad do samostatného shluku
hlavni cyklus

1. dokud je vice nez jeden shluk

1.1. najdi dva navzajem nejblizsi shluky a spoj je 1.2. spocitej pro tento
novy shluk jeho vzdalenost od ostatnich shlukt

Obrazek 16: Algoritmus hierarchického shlukovani

Vzdalenost mezi shluky Ize stanovit riznym zpiisobem:

. metoda nejblizsiho souseda - vzdalenost mezi shluky U a V je dana minimem ze
vzdalenosti mezi jejich priklady

D(U,V) = ming d(xx, x1), Xk E U, x| EV

. metoda nejvzdalenéjsiho souseda - vzdéalenost mezi shluky U a V je dana maxi-
mem ze vzdalenosti mezi jejich pifiklady

D(U,V) = maxx,; d(xx, x1), Xk E U, xi EV

. metoda priimérné vzdalenosti - vzdalenost mezi shluky U a V je dana primérem
ze vzdalenosti mezi jejich ptiklady (nv je pocet ptikladl ve shluku U a ny je pocet pfi-
klada ve shluku V)

1
D(U,V) = MZZL ?Zl d(xk' xl)

. centroidni metoda - vzdalenost mezi shluky U a V je dana vzdalenosti mezi
stfedy shlukd.

D(U,V)=d(u, v), u je stied shluku U a v je stied shluku V
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Centroidy (stfedy shlukil), zminéné v piedchazejicim vyctu, predstavuji jakési prototypy re-
prezentujici jednotlivé shluky'>. Nemusi ale platit, Ze ke kazdému shluku patii pravé jeden cen-
troid. V zévislosti na tvaru shluku a zvolené mife pro vypocet vzdalenosti mize byt jeden shluk
reprezentovan vice centroidy (na Obrazek 17 zndzornénymi jako tu¢né kruznice).'®

Shluk U

Shluk V

Obrazek 17: Vice centroidu pro jeden shluk.

Proces hierarchického shlukovani byva zachycen v podobé¢ tzv. dendrogramu. Ten ukazuje
(zleva doprava'!”) postupné spojovéni shlukti po¢inaje o¢islovanymi piiklady. Optimalni pocet
shlukl zde neni pfedem znam, odvodime ho az rozborem vysledki — tak, ze nékde dendrogram
,roziizneme* (Obrazek 18).

3 shluky

Obrazek 18: Dendrogram

Pti shlukovani metodou K-stfedi pfedpokladame, Ze vime do kolika shlukil je mozno ptiklady
rozdelit. Pocet shluki se tedy béhem vypoctu neméni, méni se pouze zarazeni piikladt k t€émto
shlukiim. Proto je tato metoda méné vypocetn¢ naro¢nd nez hierarchické shlukovani (a tudiz
vhodnéjsi pro vétsi datové soubory). PiisluSny algoritmus je uveden nize.

15V nejjednodussim pifpadé mizeme centroidy chépat jako ptiklady, které nabyvaji primérnych hodnot jednotli-
vych veli¢in v ramci daného shluku. Takto chapané centroidy zarucuji optimalitu klasifikace v situaci, kdy aposte-
riorni pravdépodobnosti zatazeni piikladi do tfid se fidi normalnim rozdélenim se stejnou (jednotkovou) kovari-
an¢ni matici a stejnou pravdépodobnosti jednotlivych tfid — vice viz odstavec diskriminacni analyza.

16 Viimnéme si toho, Ze dané shluky nejsou linearné separabilni. Linearni diskriminaéni analyza tedy nedokéaze
bezchybné od sebe odlisit priklady obou shlukii.

17 Nékdy se také pouziva zobrazeni "zespoda nahoru", viz Obrazek 19.
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Metoda K -stiedi
1. nahodné zvol rozklad do K shlukt
2. urci centroidy pro vSechny shluky v aktualnim rozkladu
3. pro kazdy ptiklad x
3.1. urci vzdalenosti d(x, ¢x), k=1 ,..., K kde ¢, je centroid k-tého shluku

3.2. necht d(x,c;) = mkin d(x, cy)

3.3. neni-li x soucasti shluku / (k jehoz centroidu ¢; ma nejblize) presunt x do shluku /

4. doslo-li k néjakému presunu potom jdi na 2, jinak konec

Uvedeny algoritmus miiZe mit urcité varianty:

e misto pocatecniho rozkladu lze za centroidy prohlasit prvnich K ptikladd; odpadne tak
krok 2 pfi prvnim pruchodu daty,
e piepocet centroidl 1ze provadét po kazdém piesunu (tedy v cyklu v kroku 3).

Vysledné shluky jsou pii pouziti metody K-stfedll reprezentovany svymi centroidy. Tuto repre-
zentaci Ize snadno pouzit pro zafazovani novych ptikladi. Priklad bude (ve shod¢ s krokem 3.3
algoritmu) zatazen do shluku, k jehoZ centroidu ma nejblize.

1. Pro co slouzi y’ test a jakym zpiisobem souvisi s kontingenéni tabulkou?
2. Co minimalizuje metoda nejmensich ¢tverci?
3. Co je zékladnim pfedpokladem pouziti diskrimina¢ni analyzy?

4. Necht A =[0,0]aB=[1, 1] jsou dva dvourozmérné body. Ktera ze tfi vzdalenosti (Ham-
mingova, Eukleidovska, Cebysevova) je pro tyto dva body nejvétsi a kolik?

5. Jak probéhne hierarchické shlukovani pro 4 jednorozmérné body A = [0], B=[1], C=[3] a
D =[4,5] pro eukleidovskou vzdéalenost a metodu nejblizsiho souseda.

6. Necht' ¢ =[0, 0] a c2 =[5,2] jsou centroidy shluki 1 a 2. Ke kterému z téchto dvou shluk
metoda K-stiedli zatadi priklad x = [3, 0], je-li pouzivaina Hammingova vzdélenost?
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V této kapitole jsme si pfipomnéli Ctyii vyznamné metody pro statistickou analyzu dat. Napf.
co je to Ctyfpolni kontingenc¢ni tabulka a obecné kontingencni tabulka a jak s nimi souvisi testo-
vaci statistika chi kvadrat, co obnasi regresni analyza a jak s ni souvisi metoda nejmenSich
¢tverct, co je to linearni diskriminacni analyza a zopakovali jsme si zdkladni pojmy tykajici se
shlukové analyzy, jako jsou rizné definice miry vzdélenosti, hierarchické aglomerativni shluko-
vani nebo co je to dendrogram.

]

1. Pro ovéfeni zavislosti pozorovanych hodnot dvou ndhodnych veli¢in, které mohou nabyvat
konecny pocet hodnot.

2. Rozdily mezi pozorovanou hodnotou y a o¢ekavanou hodnotou y=f(x).

3. To, Ze pro kazdou tfidu t =1, ..., T v datech existuje n¢jaka funkce f; a kazda z téchto funkci
ma vlastnost, Ze jeji hodnota pro objekt o je nejvyssi ze vSech fi(0), ..., fr(o), je-1i objekt ze
ttidy odpovidajici této funkci.

4. Hammingova, du(A, B) = 2.

5. Eukleidovska vzdalenost mezi jednorozmérnymi body odpovidéa absolutni hodnoté rozdilu
hodnot bodd, tedy napt. de(A, C) = |0 — 3| = 3. V prvni kroku tedy vznikne shluk Sag z boda
A a B, kter¢ se shluknou na vzdalenosti de(A, B) = 1. V druhém kroku jiz hraje roli i to, ze
jsme zvolili metodu nejblizsiho souseda, tedy de(Sas, C) = de(B, C) = 2, protoze dg(A, C) =
3 (pti volbé metody nejvzddlenéjsiho souseda by de(Sas, C) = de(A, C)). Taky de(Sas, D) =
de(B, D) = 3,5. Jelikoz de(C, D) = 1,5 je nejnizsi, v druhém kroce vznikne shluk Scp z bodii
C a D na vzdalenosti 1,5. V poslednim kroce vznikne shluk S(agycp) na vzdalenosti dg(B, C)
= 2. Odpovidajici dendrogram lze vidét na Chyba! Nenalezen zdroj odkazii..

1.5

Obrazek 19: : Dendrogram vznikly p¥i shlukovani v aloze 5.
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6. Ke shluku 1, protoze du(ci1, x) =3 + 0 =3, kdezto du(c2, x) =2 + 2 = 4. V ptipad¢ euklei-
dovské vzdalenosti by to vSak bylo ke shluku 2.
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4 STROJOVE UCENI

[el[wemrmineommprory ]

Tato kapitola seznami ¢tendie s ptistupy k automatizaci procesu uceni. Ctenaf se seznami s
moznymi reprezentacemi dat pouzitelnych pro automatizované uceni. Déle se ¢tenaf seznami s
formalni reprezentaci znalosti a ptistupem k uceni (optimalizaci znalosti) na zaklad¢ dostupnych
dat.

Hewewwmrory ]

Cilem této kapitoly je seznamit se s automatizovanym ucenim z nékolika pohledt. Podivame
se na ruzné metody uceni z hlediska usili, které je tfeba vynalozit na ziskani novych znalosti.
Ctenat se seznami s kliGovou otazku strojového udeni, co je, jakou informaci mé systém k dis-
pozici o tom, Ze se u¢i spravné. Ctenaft také ziska vhled do rozliseni metod ziskavani znalosti
podle zptlisobu reprezentace piikladi pouzitych v procesu uceni, zplisobu zpracovani piiklad
nebo formy uéeni. Ctenaf ziska piehled o zakladnich pojmech spojenych s reprezentaci dat ve
strojové uceni, coZ jsou atribut (numericky vs kategoridlni, vstupni vs cilovy), trénovaci a testo-
vaci data, a dale pak vyznam chybové funkce.

|
_

uceni, typy uceni, reprezentace dat, reprezentace znalosti, atribut, trénovaci data, testovaci data

Dilezitou vlastnosti zivych organismil je schopnost pfizpiisobovat se ménicim se podminkam
(adaptovat se), eventudlné se ucit na zéklad¢ vlastnich zkuSenosti. Schopnost ucit se byva né€kdy
dokonce povazovana za definici inteligence. Je proto pfirozené, Ze vybavit touto vlastnosti i sys-
témy technické je jednim z cili umélé inteligence. Navic v fadé praktickych ptipadl, kdy neni
dostatek apriornich znalosti o feSeném problému, ani jinak postupovat nelze.

Prvky uceni miizeme pod riznymi nazvy nalézt v fadé védnich disciplin; ve statistice se ob-
jevuji exploracni analyza dat (exploratory data analysis) nebo inteligentni analyza dat (intelligent
data analysis), v um¢lé inteligenci se hovoifi o metodach rozpoznavani obrazl (pattern reco-
gnition), strojového uceni (machine learning) nebo automatizovaného ziskavani znalosti (auto-
mated knowledge acquisition), v (kybernetické) teorii fizeni najdeme adaptivni a ulici se sys-
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témy, v souvislosti se ziskavanim znalosti z databazi (knowledge discovery in databases) se po-
uziva termin dolovani z dat (data mining). V raznych disciplinach se k problematice uceni pii-
stupuje z riznych pohledi, pouziva se rozdilna terminologie, rizné metody reprezentace znalosti
1 rizné algoritmy pro ziskavani znalosti ¢i jejich vyuZzivani. Pfesto je mozné nalézt jakési spo-
lecné jadro, které se pokusime popsat v této casti. Uvadime zde tedy jen jakysi souhrnny pohled,
jednotlivé metody budou podrobnéji popsany v nasledujicich podkapitolach.

V zasadé lze rozlisit dva typy uceni: uceni se znalostem (knowledge acquisition) a uceni se
dovednostem (skill refinement). Prvni typ hleda koncepty, obecné zakonitosti apod. (napt. jak
rozpoznat defraudanta) u druhého typu jde o to zdokonalit své schopnosti na zakladé procvico-
vani néjaké Cinnosti (napf. jak nalézt cestu v bludisti).

U ucicich se systému je vétSinou Casove odd€lena faze uceni od faze pouzivani znalosti v dalsi
¢innosti systému (viz Obr. 1). BEéhem uceni si systém vytvoii obecnou reprezentaci jednotlivych
typt chovani resp. tfid (napt. obecny popis spolehlivych a nespolehlivych klientli banky). Pokud
chceme nalezené znalosti pouzivat ,,ru¢né, mizeme timto krokem skoncit. Pti automatizova-
ném pouzivani téchto znalosti se nau¢enému systému predkladaji nové piipady a systém se sam
rozhoduje (napf. klasifikuje nové klienty banky jako spolehlivé nebo nespolehlivé).

volba ucen
y reprezentace
udend znalosti
rozhodovand
otjekt popls rozhodovand rozhodmut
y objektu " »

wr r

Obrazek 20: Obecné schéma uciciho se systému

Podivame-li se na rtizné metody uceni z hlediska Usili, které je tfeba vynaloZit na ziskani
novych znalosti resp. dovednosti, Ize rozliSovat mezi [Michalski a kol., 1983]:

1. uceni zapamatovanim (rote learning neboli biflovani) - systém pouze zazname-
nava data nebo dil¢i znalosti dodané externim zdrojem; neprovadi se Zadna transformace,

2. uceni se z instrukci (learning from instruction, learning by being told) - systém
ziskava znalosti z externiho zdroje a integruje je se znalostmi jiz ziskanymi; provadi se
transformace znalosti ze vstupniho jazyka do vnitini reprezentace,
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3. ucCeni se z analogie (learning by analogy, instance-based learning, lazy learning)
- ziskavani znalosti je zalozeno na zapamatovani si ptipadu resp. situaci podobnych tém,
které bude tfeba v budoucnu feSit,

4. uceni na zaklade vysvetleni (explanation-based learning) - pii ueni se vyuziva
n¢kolik malo ptikladd a rozséhlé znalosti z dané oblasti (background knowledge),

5. uceni se z prikladi (learning from examples) - zde se vyuziva velké mnozstvi
ptikladt (a protiptikladt) konceptu, ktery se ma systém naucit, role background know-
ledge naopak ustupuje do pozadi; pouzivanou metodou je indukce,

6. uceni se z pozorovani a objevovanim (learning from observation and discovery) -
opét se pracuje s velkym mnozstvim dat (tedy za vyuziti indukce); systém si ale Casto
sdm musi vytvaret koncepty, které se pak pokousi popisovat, navic data ziskand pozoro-
vanim nemusi byt tak ,.hezka* jako ptiklady poskytnuté ucitelem.

Principy pouzivané v systémech pro ziskavani znalosti (strojové uceni) byly prevzaty z fady

disciplin:

e statistické metody - pro ziskavani znalosti se pouzivaji regresni metody, diskrimi-
nacni analyza, shlukové analyza, nebo bayesovské metody. Tyto metody hledaji popisy
konceptli v podobé matematickych funkeci, vektorti nebo podminénych pravdépodob-
nosti,

e symbolické metody umelé inteligence - indukce rozhodovacich stromi a pravidel
nebo principy ptipadového usuzovani (Case-Based Reasoning, CBR) umoznuje ziskat
znalosti v podobé¢ srozumitelné pro uzivatele. Symbolické metody mohou pomoci uziva-
teli pti vyhledavani zajimavych vztahti v datech (databazich) a pti odhalovani jejich
struktury. Podstatné je, Ze se tyto metody orientuji spiSe na vztahy logického typu nez na
matematické formule a tim poskytuji (na rozdil od klasickych metod statistické analyzy
dat) konceptudlni, lidem bliz§i zavery. Znalosti ziskané symbolickymi metodami 1ze také
pouzit v tzv. ,tradi¢ni* umelé inteligenci (napf. v expertnich systémech),

e subsymbolické metody umélé inteligence - pro ziskavani znalosti se pouzivaji neu-
ronove sité, bayesovske sité nebo genetické algoritmy. Reprezentace nalezenych znalosti
opét neni (podobné jako u statistickych metod) pro uzivatele pfili§ srozumitelna (napf.
vahy vazeb mezi neurony v neuronové siti).

Jednou z kli€ovych otazek strojového uceni je, jakou informaci o tom, ze se uci spravné, ma

systém k dispozici. Tato informace mtze mit podobu
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1. ptikladl zatazenych do tfid (konceptil), které se mé systém naucit - v této situaci
mluvime o uceni s ucitelem (supervised learning); ucitel poskytuje systému explicitni
informaci o poZzadovaném chovani,
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2. odmén za spravné chovani a trestll za chovani nespravné - tento zplisob se pou-
ziva, pokud cilem systému je naucit se né¢jakou ¢innost nebo chovani (napt. pohyb robota
v bludisti); mluvime o reinforcement learning,

3. nepiimych ndznakt - systém pozoruje ucitele a z jeho chovani usuzuje, co je pii-
klad a co protiptiklad hledané¢ho konceptu (napft. inteligentni vyhledavaci systém v pro-
stiedi Internetu z toho, které nalezené odkazy uzivatel aktivoval, dedukuje, které¢ WWW
stranky jsou relevantni a predstavuji tedy piiklady konceptu popsaného uzivatelovym
dotazem). Tomuto zplisobu u¢eni mizeme tikat uceni se napodobovanim resp. zaucova-
nim (v orgindle apprenticeship learning, apprentice znamena ucenl) - systém pozoruje
ucitele a z jeho akci ziskava implicitni informaci o pozadovaném chovani,

4. systém nema k dispozici zadnou dopliikovou informaci, pracuje pouze s piiklady
a ,,zajimavé™ koncepty si vytvaii sam - tento zplisob se nazyva uceni bez ucitele (unsu-
pervised learning) a je typicky pro uceni se objevovanim.

Dalsi rozliSeni metod ziskavani znalosti mize byt podle:

e zpiusobu reprezentace prikladi pouZitych v procesu uceni

1 atributy - vlastnosti objekti reprezentovanych fadky v datové tabulce,
napf.
barva_vlasu vyska vousy vzdelani
cerna 180 ano VS

atributy mohou byt v zdsad¢ dvou typl: kategoridlni (diskrétni) a numerické
(spojité). Toto Clenéni je postacujici pro vétsinu algoritm strojového ucenti,
rizné se totiZ zpracovavaji kategorialni a numericka data. Kategorialni atributy
1ze dale rozd¢lit na bindrni (nabyvajici pouze hodnot ano nebo ne - viz atribut
vousy), nominalni (nabyvajici jedné z konecného poctu hodnot, které nejsou
navzajem usporadany - viz atribut barva_viasu) a ordindlni (nabyvajici jedné
z kone¢ného poctu navzajem uspotfaddanych hodnot - viz atribut vzdelani).

2. relace - tada navzajem provazanych relaci mezi objekty a atributy, napf.
otec(jan_lucembursky, karel IV)

VeétSina systémi pouZiva atributy, ty ale neposkytuji tak silné prostfedky pro reprezentaci
znalosti jako relace (pouziti atributl je analogické reprezentaci znalosti za pouZziti vyrokové lo-
giky, pouziti relaci je analogické predikatové logice). Reprezentace ptikladii pomoci relaci pie-
kracuje ramec tohoto textu, takze se ji dale nebudeme vénovat. Zvédavy ¢tenar vSak dalsi infor-
mace muze najit napt. kapitole 4 knihy [Berka, 2003].

e formy uceni
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1. empirické uceni - z velkého mnozstvi piikladi a z malého (Casto zadného)
mnozstvi znalosti se metodami induktivni inference ziska obecny popis dané¢ho
konceptu; pouziva se pii uceni se z piikladii, z pozorovani a objevovanim,

2. analytické uceni - zobecnéni se provadi na zaklad¢ jediného (nebo taky
zadného) ptikladu a rozsahlého mnozstvi znalosti z dané oblasti (napf. to, ze se
nema sahat na rozpalend kamna se kazdé dité¢ nauci na zéklad€ nejvyse jednoho
pokusu); pouziva se pii uceni na zakladé vysvétlovani.

Na tomto mist¢ je tfeba zdlraznit, ze ,,umélé metody uceni nedosahuji moznosti metod ,,pii-
rozenych*:

e formalizmus pouzity pro popis situaci nebo konceptii, které se ma systém naucit
je pomérn¢ jednoduchy,

e koncepty, které se systém uci, Casto odpovidaji pouze jedné urovni abstrakce, za-
timco ¢lovek je schopen své koncepty uspotradavat do hierarchii,

e vétSina metod spoléha na ucitele, ktery dohlizi na cely vyukovy proces,

e vétSina metod predpoklada, vse vSechna potiebna data jsou k dispozici pred za-
catkem uceni; ¢lovek je schopen na zékladé dalsi zkuSenosti pribézné aktualizovat své
znalosti.

Ptesto se ,,umélé* metody uceni studuji (a uspésné€ pouzivaji) fadu let. V soucasné dobé pro-
chézeji zvySenym zajmem piedevsim v souvislosti se ziskavanim znalosti z databazi.

V centru nasi pozornosti budou empirické metody uceni se konceptim na zakladé priklada
rozhodnuti resp. na zédklad¢ pozorovani a objevovani. Pouzitym ptistupem bude induktivni infe-
rence, kdy na zaklad¢ konec¢ného poctu prikladti budeme hledat obecny popis konceptu (at’ uz
daného ucitelem nebo vytvotreného systémem).

Empirické metody uceni vychazeji z predpokladu, ze jednotlivé objekty (ptiklady, pozoro-
vani) lze popsat pomoci charakteristik takovych, Ze objekty patfici k témuz konceptu maji
podobné charakteristiky (tyto metody byvaji nékdy nazyvany uceni na zaklade podobnosti -
similarity-based learning). Pokud jsou objekty popsany hodnotami atributi, lze je reprezentovat
jako body v mnohorozmérném prostoru, jehoZ dimenze je dana poctem téchto atributii'®. Ugeni
na zéklad¢ podobnosti pak vychazi z predstavy, Ze objekty ptedstavujici ptiklady téhoz konceptu
vytvareji shluky v tomto prostoru. Cilem uceni je tedy nalézt vhodny popis téchto shluki.

Hlavnim problémem pfi pouziti vySe uvedeného pfistupu je nalezeni onéch vhodnych charak-
teristik. Z hlediska procesu dobyvani znalosti z databazi je toto tikolem krokii predzpracovani
dat. OvSem ani ve chvili, kdy mame nalezeny vhodné charakteristiky, neni jesté vyhrano. Otaz-
kou ziistdva dostate¢né mnozstvi dostatecné reprezentativnich dat. Tento problém je ilustrovan

18 Atributtim se nékdy fika ptiznaky (features), odtud anglicky nazev tohoto prostoru — feature space.
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na obrazcich Obrazek 21 a Obrazek 22. V obou piipadech se snazime na zaklad¢ vyse piijmu a
vyse konta v bance nalézt popis klientt, kterym banka ptjci (klienti +) a kterym neptj¢i (klienti
-). Na zédklad¢ né€kolika ptikladt klientii se zda, ze shluky odpovidajici klientim obou skupin
jsou zachyceny na Obrazek 21. Dalsi ptiklady spolehlivych klient nas ale presvéd¢i o nasem
omylu (ptiklady v Sedém ovalu na Obrazek 22).

Popis konceptu, ktery byl nalezen na zdklad¢ pouzitych ptiklada, tedy nemusi odpovidat ji-
nym (dosud nezpracovanym) piikladiim téhoz konceptu. Z tohoto diivodu se obvykle data pou-
zita pti induktivnim ziskavani znalosti rozd€luji na ¢ast trénovaci a ¢ast testovaci. Trénovaci data
se pouziji ve fazi uceni, testovaci data pak piedstavuji piiklady, které slouzi k provéreni ziska-
nych znalosti. V nékterych ptipadech se pouzivaji dokonce tii soubory dat: data trénovaci, data
validacni (pouzivana pro eventuelni modifikaci znalosti ziskanych na zaklad¢ trénovacich dat) a
data festovaci.

Prostor atributi

>{+}

prijem

Obrazek 21: Malo dat

Prostor atributd

Obrazek 22: Vice dat
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Pokusme se vySe uvedené uvahy formalizovat. Inspiraci ndm bude formalizace tlohy uceni s
ucitelem uvedena v [Kotek a kol., 1980].

Analyzovana data jsou ulozena v tabulce D, tvotfené n fadky a m sloupci.

X Xy e Xm
D - Xop Xpp o e X,
| X1 Xgp o e Xom |

Radky tabulky reprezentuji sledované objekty. Nékdy se misto terminu objekt pouZivaji ter-
miny zaznam (v databazi), ptiklad, ptipad, pozorovani apod. i-ty objekt je tedy fadek xi. .

Xi = [Xil Xi2 . . . Xim ]

Sloupce datové tabulky odpovidaji atributiim. Podobné jako v ptipadé objektd, i zde se pou-
zivaji dal$i terminy — veli¢ina, proménnd, znak. j-ty atribut (j-ty sloupec) ozna¢ime symbolem

4.
xlj
ij
xnj

V tuto chvili nebudeme rozliSovat, zda se jednd o atributy kategorialni (diskrétni) nebo atributy
numerické (spojité). Tato informace bude dilezitd az pro jednotlivé typy metod.

U klasifika¢nich tloh predpokladame, Ze existuje atribut, ktery obsahuje informaci o zatazeni
objektli do tfid (v ptipad¢ klasifikace v uzSim smyslu) nebo ktery obsahuje predikovanou hod-
notu (v piipadé predikce). Rikejme tomuto atributu cilovy a oznaéme ho symbolem C.

V1
C: yz
Yn

Ostatnim, necilovym atributiim 4; budeme fikat vstupni atributy. Opét mizeme v literatuie
nalézt fadu dalSich nazvil: cilovému atributu se nékdy tika zavisld proménnd, zavisla veli¢ina
nebo vysvétlovana veli€ina, vstupnim atributim se nékdy fika nezavislé proménné, nezavislé
veli¢iny nebo vysvétlujici veli¢iny.

Ptidame-li cilovy atribut do datové tabulky, ziskame data vhodna pro pouziti nékteré metody
uceni s ucitelem. Cilem téchto metod je na zaklad¢€ dat tvotfenych hodnotami vstupnich atributti

52



Petr Berka, Jan Gorecki - Dolovani dat

1 cilového atributu odvodit znalosti pouzitelné pro klasifikaci novych objekt. Datim pouziva-
nym k tomuto ucCelu se obvykle tikd trénovaci data (trénovaci ptiklady). PtislusSnou datovou
tabulku budeme znacit

X;1 Xip e X Vi
D - Xy Xpp o e Xom Vo

TR — .
X,y Xy e Xom Va

Objekt (trénovaci piiklad) z této tabulky budeme znacit

0i=[Xi,Vi]
Ptedpokladejme, Ze pro kazdy objekt o; zndme vSechny hodnoty x; i hodnotu y;.

V drtivé vétsing situaci predpokladame, Ze nezaleZi na pofadi objektl v datové tabulce.! Bu-
deme data tedy povazovat za mnozinu objekti

D1r = {0i, i=1,..,n}

Klasifika¢ni ulohu miizeme chapat jako ulohu nalézt takové znalosti (reprezentované rozho-
dovaci funkci f), které by umoziiovaly k hodnotam vstupnich atribut n¢jakého objektu priradit
vhodnou hodnotu atributu cilového

fix—y.

Rozhodovaci funkei f'pfitom chapeme v dosti Sirokém vyznamu. Je-li klasifikace zaloZena na
algoritmu pouZivajicim rozhodovaci stromy, je tato funkce (a tedy 1 hledané znalosti) reprezen-
tovana jednim konkrétnim rozhodovacim stromem. Je-li klasifikace zaloZena na neuronové siti,
je tato funkce (a tedy 1 hledané znalosti) reprezentovana topologii konkrétni sit¢ a vahami vazeb
mezi neurony.

V pribéhu klasifikace se tedy pro hodnoty vstupnich atributii x néjakého objektu o odvodi
hodnota cilového atributu. Ozna¢me tuto odvozenou hodnotu y.

¥ =f(x).

Odvozend hodnota y se pro objekty z trénovacich dat miize lisit od skute¢né hodnoty y. Mii-
zeme tedy pro kazdy objekt o; € D1r vycislit chybu klasifikace Qs (0i, ¥i). V ptipadé numerického
atributu C muze byt touto chybou naptiklad ¢tverec rozdilu skute¢né a odvozené hodnoty cilo-
vého atributu

Qr (0, §i) = (vi - 9%

19 Vyjimku tvoii prostorova data (napf. data z geografickych informacnich systémi), nebo ¢asova data (napf. vy-
voj cen akcii), kdy uspotfadani mezi objekty vyplyva z povahy téchto dat.
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v piipadé kategorialniho atributu C muze byt touto chybou informace o tom, Ze se odvozena a
skute¢na hodnota vzajemné lisi,

1 proyi # i

Qo5 ={ybror 24

Pro celou trénovaci mnozinu D7z pak miizeme vy¢islit souhrnnou chybu Err(f,Drr), naptiklad
jako stfedni chybu

1« N
Err(f,D.z ) = ;ZQf(Oi’Yi)
i=1

Cilem uceni je nalézt takové znalosti f*, které by minimalizovaly tuto chybu
Err(P*,DTR) = min Err(f, Dy ).

V ptipadé, ze trénovaci data neobsahuji kontradikce, tedy Ze plati
Vo,0EDR: Xi=xX2>y1=y2

1ze teoreticky nalézt takovou reprezentaci konceptl f*, Ze Err(f*,Drr) = 0. MiiZeme tedy nalézt
znalosti bezchybné klasifikujici pfiklady v trénovaci mnozin€. Nasim cilem je ale samoziejmeé
nalézt znalosti obecnéj$i, pouzitelné 1 pro klasifikaci objektlh novych. Ne vzdy je nulova chyba
Err(f* Drr) dosazena na trénovacich datech zarukou kvality nalezenych znalosti. PfiliSna orien-
tace na trénovaci data mize vést k ,,pfeuceni systému* (overfitting); ziskané znalosti pak nere-
flektuji obecnéjsi zakonitosti, ale pouze kopiruji strukturu pouzitych piikladt (viz Obrazek 21 a
Obrazek 22). Duraz tedy klademe na to, ze v pribéhu uceni zobecniujeme pouzité priklady na
celou aplikacni oblast. Schopnost nalezenych znalosti generalizovat se obvykle ovétuje experi-
mentalné na tzv. testovacich datech Drsr; tedy pomoci chyby Err(f* Drsr). Testovaci data maji
stejnou strukturu atributii, jako data trénovaci, obsahuji tedy i cilovy atribut. Jedna se ale o ob-
jekty, které nebyly pouzity v pribéhu uceni.

1. Které dva typy uceni lze rozliSovat?

2. Jaké druhy uceni lze rozliSovat podle toho, jakou informaci ma systém k dispozici o tom, ze
se uci spravne?

3. Co je to atribut a jak souvisi s datovou tabulkou?
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4. Jaky je rozdil mezi trénovacimi a testovacimi daty?

5. Co je to chyba klasifikace?

wmrtaproy 2]

V této kapitole jsme se sezndmili s pristupy k automatizaci procesu uceni, moznymi repre-
zentacemi dat pouzitelnych pro automatizované uceni, formalni reprezentaci znalosti a pfistupem
k uceni (optimalizaci znalosti) na zékladé dostupnych dat.

_IEI

a) Uceni se znalostem (knowledge acquisition) a b) u¢eni se dovednostem (skill refinement).
Prvni typ hledd koncepty, obecné zakonitosti apod. (napft. jak rozpoznat defraudanta) u dru-
hého typu jde o to zdokonalit své schopnosti na zdklad¢ procvicovani n¢jaké ¢innosti (napf.
jak nalézt cestu v bludisti).

2. UCceni s ulitelem, uceni posilovanim (odména za spravné chovani a trest za chovani ne-
spravné), ueni pomoci neptimych naznakii a uceni bez ucitele.

3. Atribut popisuje vlastnosti objektd reprezentovanych fadky v datové tabulce (jeden sloupec
= jeden atribut objektu/fadku).

4. Trénovaci data se pouzivaji pro uceni systému, kdezto testovaci pro hodnoceni spravnosti
nauceni systému. Toto rozdéleni dat simuluje realnou situaci, kdy systém uc¢ime na dostup-
nych datech a poté systém pouZzivame pro data nova.

5. Rozdil mezi hodnotou pfedpovidanou systémem a skutecnou hodnotou.
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5 METODY DOLOVANI DAT

[el[wemrmineommprory ]

Tato kapitola se vénuje vybranym metoddm dolovani dat, které patii mezi nejcastéji pouzi-
vané metody dolovani dat a jejichZ implementace 1ze najit ve vétSiné matematickych a statistic-
kych softwarovych systémech. Jsou to metody pro tvorbu rozhodovacich stromtl, rozhodovacich
pravidel, metody zalozené na umélych neuronovych sitich, metoda SVM, dale se zde ¢tenat se-
znami s takzvanymi evolu¢nimi algoritmy, metodou klasifikace zalozenou na Bayesové pravidle
a nakonec se zde Ctenai seznami s metodami zaloZzenymi na analogii.

Hfetewsrmrory ]

Cilem kapitoly je seznamit se s pozadim vybranych metod pro dolovani dat, jelikoz pouze s dob-
rym vhledem do zplsobu prace metod lze tyto metody efektivné pouzivat i v praxi.

_

reprezentace znalosti, rozhodovaci strom, pravidlo, neuronova sit’, geneticky algoritmus, Naivni
Bayes, metoda nejbliz§iho souseda

5.1 Rozhodovaci stromy

5.1.1 ZAKLADNIi ALGORITMUS

Zpiisob reprezentovani znalosti v podobé rozhodovacich stromi je dobfe zndm z fady oblasti.
Vzpomenme jen nejruzngjsich ,,klict k uréovani riznych zivoc¢ichli nebo rostlin zndmych z
biologie. Indukce rozhodovacich stromi patii k nejznamé;jSim algoritmiim z oblasti symbolic-
kych metod strojového uceni. Pti tvorbé rozhodovaciho stromu se postupuje metodou ,,rozdél a
panuj* (divide and concquer). Trénovaci data se postupné rozd€luji na mensi a mensi podmno-
ziny (uzly stromu) tak, aby v téchto podmnozinach ptevladaly ptiklady jedné tfidy. Na pocatku
tvoti cela trénovaci data jednu mnozinu, na konci mame podmnoziny tvotené piiklady téze tfidy
[Quinlan, 1979]. Tento postup byvéa Casto nazyvan ,.top down induction of decision trees*
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(TDIDT). Postupuje se tedy metodou specializace v prostoru hypotéz (stromt) shora dolti, poci-
naje stromem s jednim uzlem (kofenem). Cilem je nalézt n¢jaky strom konzistentni s trénovacimi
daty, pfitom se dava pfednost mensim, jednodusSim stromiim. Obecné schéma algoritmu pro
tvorbu rozhodovacich stromil je na Obrazek 23.

TDIDT algoritmus
1. zvol jeden atribut jako koten dil¢iho stromu,

2. rozdél data v tomto uzlu na podmnoziny podle hodnot zvo-
leného atributu a ptidej uzel pro kazdou podmnozinu,

3. existuje-li uzel, pro ktery nepatii vSechna data do téze tridy,
pro tento uzel opakuj postup od bodu 1, jinak skon¢i.

Obriazek 23: Obecny algoritmus pro tvorbu rozhodovacich stromi

Zamétfme se nyni na klicovou otdzku celého algoritmu; jak vybrat vhodny atribut pro vétveni

vvvvv

tiid. Voditkem pro volbu jsou charakteristiky atributu pfevzaté z teorie informace nebo pravde-
podobnosti: entropie, informaéni zisk, pomérny informaéni zisk, %, nebo Gini index.?

Entropie je pojem pouZivany v pfirodnich védach (napft. fyzika) pro vyjadieni miry neuspo-
fadanosti n&jakého systému.

V teorii informace je entropie definovana jako funkce

H=—Y1_1(p¢ * log,p)

kde p: je pravdépodobnost vyskytu tfidy ¢ (v nasem piipad¢ relativni Cetnost tfidy ¢ pocitana
na ur¢ité mnozing piikladi) a 7 je pocet tiid.

Podobu funkce H v ptipadé dvou tfid ukazuje Obrazek 24. Graf zndzornuje prabéh entropie
v zavislosti na pravdépodobnosti p jedné ze ttid. Je-li p=1 (vSechny ptiklady patii do této tfidy)

20 Jsou i jiné moznosti. Napf. Mantaras [Mantaras, 1991] pouziva pro vybér atributu vzdalenost mezi atributem a

tfidou.

57



Metody dolovani dat

nebo p=0 (zadny piiklad nepatii do této tfidy), je entropie nulova. Jsou-li obé tfidy zastoupeny
stejnym poctem piikladi (p=0.5), je entropie maximalni.

1

0.8

0.6

Hepy

o.a

0.2

Obrazek 24: Entropie

Vypocet entropie pro jeden atribut se provadi nasledujicim zpisobem (n; (A (v)) oznacuje
pocet piikladi (fadkéi v datech) ze tiidy ¢ s hodnotou v u atributu 4, kdezto n(A(v)) oznaduje
pocet prikladi (ze vSech tfid) s hodnotou v u atributu A):

1. Pro kazdou hodnotu v, kterou miize nabyt uvazovany atribut 4 spocitej podle vyse uvede-
ného vzorce entropii H(A(v)) na skupiné ptiklada, které jsou pokryty kategorii A(v)

_ ne(AW)) ne(A@))
HAW) = - YT, (n(,m,)) “log, & (v)))

2. Spocitej stiedni entropii H(A4) jako vaZzeny soulet entropii H(A(v)), pfi¢emz vahy v souctu
jsou relativni Cetnosti kategorii A(v) v datech Dz

mA®) g (Aw))

H(A) = Yvevai(a) n
Pro vétveni stromu se pak vybere atribut s nejmensi entropii H(4).

Informacni zisk (information gain) 1 pomérny informacni zisk (information gain ratio) jsou
miry odvozené z entropie. Informacni zisk se spocitd jako rozdil entropie pro cela data (pro ci-
lovy atribut) a pro uvaZovany atribut. Informac¢ni zisk tak méfi redukci entropie zpisobenou
volbou atributu 4 (n; oznacuje pocet prikladi ze ttidy ¢):

Zisk(A) =H(C) - H(A)
kde

H(C)= — X[~ +log,~*
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Zatimco v ptipadé entropie jsme hledali atribut s minimalni hodnotou, v pfipadé informacniho
zisku hledame atribut s maximalni hodnotou. To je logické, uvazime-li, Ze entropie pocitané pro
celad data nezavisi na atributu. Prvni ¢len rozdilu je tedy konstantni, takze rozdil bude maximalni
v pfipad¢, ze druhy ¢len rozdilu bude minimalni.

Uvedena dvé kritéria maji jednu nevyhodu; neberou do tivahy pocet hodnot zvolené¢ho atri-
butu. Dulezité je pouze to, jak dobfe tento atribut od sebe odlisi ptiklady riznych tfid. Pokud
bychom jako atribut pro vétveni vybrali napt. poradové ¢islo ptikladu, dosdhneme nejnizsi (nu-
lovou) entropii, protoze jedné hodnoté atributu odpovida jediny objekt. Tento atribut by ndm
tedy umoznil bezchybn¢ klasifikovat trénovaci data (tak, Ze bychom si ,,pamatovali®, ktery ob-
jekt patii do které tfidy), byl by ale zcela nepouzitelny pro klasifikaci novych ptikladi. Proto se
nékdy pouziva jako kritérium pro volbu atributu pomérny informacni zisk (information gain ra-
tio), ktery kromé entropie bere do tivahy i pocet hodnot atributu.

.. _ Zisk(A)
Pomérny zisk(A) = etvenid)
Jmenovatel ve vyse uvedeném vztahu je vlastné entropie dat vzhledem k hodnotdm atributu A2!:

Vetveni(A) = - yeyara e « log

ne(A(W))
2 g

Stejnou roli, jako hrala v ptedchazejicich ivahach entropie, mize hrat i tzv. Gini index. Tento
index se spocita jako

Gini =1 — X{_; p

kde p; je opét relativni pocet ptikladi #-té tfidy zjiStovany na n¢jaké (pod)mnozing. Graf zavis-
losti Gini indexu na pravdépodobnosti jedné ze dvou tiid ukazuje Obrazek 25. Opét je hodnota
indexu minimalni v pfipadé, Ze piiklady patii do jedné ze tfid, a maximalni v ptipadé, Ze ptiklady
jsou rovnomérné rozdéleny mezi ob¢ tfidy.

Obrazek 25: Gini index

21'V ptedchazejicich tivahach jsme pracovali s entropii dat vzhledem k cilovym tfiddm. Zde je tedy entropie pou-
zita v trochu jiném smyslu.

59



Metody dolovani dat

Hodnotu Gini indexu pro jeden atribut spoc¢itame analogicky jako hodnotu entropie pro jeden
atribut.

Na zavér této kapitoly zminme, Ze uvedeny algoritmus TDIDT bude fungovat pro kategorialni
data (pocet podmnozin-uzll vytvareny v kroku 2 odpovida poctu hodnot daného atributu), ktera
nejsou zatizena Sumem (rust stromu se podle bodu 3 zastavi v okamziku, kdy vSechny ptiklady
v daném uzlu patii do téze tiidy). Detaily o tom, jak se daji tato dvé omezeni prekonat, se mize
zvidavy Ctenar docist v kapitole 5.1 knihy [Berka, 2003].

5.2 Asociaéni pravidla

IF-THEN konstrukce nalezneme ve vsech programovacich jazycich, pouzivaji se i v bézné
mluve (nebude-li prset, nezmoknem). Neni tedy divu, ze pravidla s touto syntaxi patii spolecné
s rozhodovacimi stromy k nej€astéji pouzivanym prostiedkiim pro reprezentaci znalosti, at’ uz
ziskanych od expertti, nebo vytvofenych automatizované z dat.

Termin asociacni pravidla Siroce zpopularizoval pocatkem 90. let Agrawal [Agrawal a kol,
1993] v souvislosti s analyzou ndkupniho kosiku. Pfi této analyze se zjist'uje, jaké druhy zbozi
si soucasné kupuji zdkaznici v supermarketech (napft. pivo a parek). Jde tedy o hledani vzajem-
nych vazeb (asociaci) mezi riznymi polozkami sortimentu prodejny. Pfitom neni upfednostiio-
van zadny specialni druh zbozi jako zavér pravidla. V tomto smyslu budeme chépat pravidla v
této kapitole.

5.2.1 ZAKLADNi CHARAKTERISTIKY PRAVIDEL
U pravidel vytvofenych z dat nas obvykle zajima, kolik ptikladl spliiuje predpoklad a kolik
zaver pravidla, kolik ptikladl spliuje pfedpoklad i zavér soucasné, kolik prikladl spliuje pred-
poklad a nespliiuje zaver.... Tedy, zajima nas, jak pro pravidlo
Ant = Suc,

kde Ant (ptedpoklad, leva strana pravidla, antecedent) 1 Suc (zavér, prava strana pravidla, sukce-
dent) jsou kombinace kategorii?? vypada piislusna kontingenéni tabulka. Pro n piikladi je jeji
podoba uvedena v Tabulka 7,

22 Poznamenejme, Ze numerické atributy se vzdy musi diskretizovat pfed pouzitim algoritmu pro hled4ni asociac-
nich pravidel.
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Tabulka 7: Kontingenéni (¢tyipolni) tabulka

Suc —Suc >

Ant a b r
—Ant c d s
> k [ n

kde:
n(Ant A Suc) = a je pocet piikladl pokrytych souc¢asné predpokladem i zdvérem,
n(Ant A =Suc) = b je pocet prikladl pokrytych ptedpokladem a nepokrytych zavérem,
n(—Ant A Suc) = c je pocet ptikladii nepokrytych pfedpokladem ale pokrytych zavérem,
n(—Ant A =Suc)= d je pocet prikladl nepokrytych ani predpokladem ani zavérem.
Dale plati, ze:

n(Ant) = a+b =r, n(—=Ant) = ct+d = s, n(Suc) = a+c = k, n(—Suc) = b+d = [, n = a+b+c+d

Z téchto ¢isel (misto o poc¢tu objekti pokrytych kombinaci se nékdy mluvi o cetnosti resp.
[frekvenci kombinace) mizeme pocitat rizné charakteristiky pravidel a kvantitativné tak hodno-
tit nalezené znalosti.

Zakladnimi charakteristikami asociac¢nich pravidel v Agrawalové pojeti jsou podpora
(support) a spolehlivost (confidence). Podpora je (absolutni, resp. relativni®®) pocet objekt, spl-
fujicich predpoklad 1 zavér, tedy hodnota

a, resp. P(Ant A Suc) = hioid

Spolehlivost je vlastné podminénd pravdépodobnost zaveéru pokud plati predpoklad, tedy

P(Suc A Ant)
P(SuclAnt) = Tnt) =—

23 Relativni ¢etnosti kombinace K budeme chépat jako odhad pravdépodobnosti jejiho vyskytu v datech P(K).
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5.2.2 GENEROVANIi KOMBINACI

Zakladem vsech algoritmii pro hledani asociacnich pravidel je generovani kombinaci (kon-
junkci) hodnot atributli. Pii generovani vlastné prochazime (prohleddvame) prostor vSech pfi-
pustnych konjunkci, tedy konjunkci, kde se nesmi opakovat atributy. Metod je nékolik:

e Do sitky
e Do hloubky
e Heuristicky

Jednotlivé metody budeme ilustrovat na piiklad¢ vytvareni konjunkei z dat uvedenych v Tab.
2. Pro zjednoduseni zapisu kategorii v Obrazek 26 budeme kategorii zapisovat potfadovym ¢is-
lem atributu a prvnim pismenem hodnoty, tedy zapis 1v bude znamenat kategorii prijem(vysoky).

Tabulka 8: Data pro generovani kombinaci

pfijem konto pohlavi nezaméstnany uver
vysoky vysoké zena ne ano
vysoky vysokeé muz ne ano
nizky nizké muz ne ne
nizky vysoké zena ano ano
nizky vysokeé muz ano ano
nizky nizké Zena ano ne
vysoky nizké muz ne ano
vysoky nizké Zena ano ano
nizky stfedni muz ano ne
vysoky stfedni zena ne ano
nizky stfedni Zena ano ne
nizky stiedni muz ne ano

Pti generovani do S$irky se kombinace generuji tak, ze se nejprve vygeneruji vSechny
kombinace dé¢lky jedna, pak vS§echny kombinace délky dvé, atd. Jde tedy o generovani kombinaci
podle délek, kategorie jednoho atributu jsou pfitom uspoiadany podle abecedy (Obrazek 26
vlevo).
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kombinace kombinace F~ kombinace
1n 1n 2 5a

1w 1n 2n T 1n

2n 1n 2n 3m & 3m

25 1n ?2n 3m 4a & 3z

2v 1n ?n 3m 4a 5a & 4a

3m in Zn 3m 4a 5n & in

3z 1n 2n 3m 4n 5 1w

4a 1n 2n 3m 4n 5a 5 1n 4a
in 1n 2n 3m 4n 5n 5 in 5a
5a 1n 2n 3m 5a 5 1v 5a
5n 1n 2n 3m 5n 4 2v

1n 2n 1n 2n 3=z 4 25

1n 2s 1n 2n 3z 4a 4 2n

1n 2v 1n 2n 3z 4a 5a 4 5n

1n 3m 1n 2n 3z 4a 5Sn 4 3m 5a
1n 3=z 1n 2n 3z 4n 4 1n 3m
1n 4a 1n 2n 3z 4n 5a 4 3z bha
1n 4n 1n 2n 3z 4n 5n 4 3z 4a
1n 5a 1n 2n 3z 5ha 4 3m 4n
1n 5n 1n 2n 3z 5Sn 4 1v 4n
1v 2n 1n 2n 4a 4 2v bha
1v 2s 1n 2n 4a 5a 4 1n 5n
1v 2w 1n ?2n 4a 5n 4 1v 4n 5a
1v 3m 1n 2n 4n 3 1n 5a
1v 3=z 5n 3 1n 3=z

lv 2v 3z 4n 5a 5n 1 lv 25 3z 4n 5a

Obrazek 26: Generovani do §ifky (vlevo), do hloubky (uprostied) a podle ¢etnosti
(vpravo)

Pti generovani do hloubky se vyjde od prvni kombinace délky jedna a ta se pak prodluzuje
(vzdy o prvni kategorii dal$iho atributu) dokud to 1ze**. Nelze-li kombinaci prodlouzit, zméni se
kategorie ,,posledniho* atributu. Nelze-li provést ani to (vycerpaly se kategorie posledniho atri-
butu), kombinace se zkrati a soucasné se zmeéni posledni kategorie. Princip generovani je ilustro-
van na Obréazek 26 uprostied. Kategorie jednoho atributu jsou opé€t uspoiradany podle abecedy,
kurzivou jsou vyznaceny kombinace s nulovou cetnosti.

Oba zminéné zpisoby jsou ,,slepé". Provadéji se pouze na zékladé seznamu hodnot atri-
butil a neberou do tivahy vlastni data. Proto miizeme vygenerovat kombinace, které se nevysky-
tuji v datech. V seznamu kombinaci na Obrazek 26 uprostied je ptiklad takoveé kombinace zvy-
raznén kursivou (Sesty shora). Posledni zde uvadény zplisob generovani podle ¢etnosti vytvari
kombinace v potadi podle jejich vyskytu v datech. Jedna se o ptiklad heuristického prohledavani
prostoru kombinaci, kde heuristikou je ,,uvazuj kombinaci s nejvyssi Cetnosti". Pfi tomto zpu-
sobu generovani se kombinace s nulovou ¢etnosti objevi az na konci seznamu (Obrazek 26
vpravo).

5.2.3 ALGORITMUS APRIORI

Nejznaméjsim algoritmem pro hledani asociacnich pravidel je algoritmus apriori. Tento al-
goritmus navrhl R. Agrawal v souvislosti s analyzou ndkupniho kosiku [Agrawal a kol., 1996].

24 Prodluzovani skonéi pii dosazeni maximalni zadané délky konjunkce nebo pii vy&erpani atributil a jejich hod-
not.
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Jadrem algoritmu je hledéani Casto se opakujicich mnoZzin polozek (frequent itemsets). Jedna se
kombinace (konjunkce) kategorii*®, které dosahuji pfedem zadané etnosti (podpory minsup) v
datech.

Pti hledani kombinaci délky &, které maji vysokou Cetnost, se vyuziva toho, Ze jiZ zname
kombinace délky .-1. Pti vytvareni kombinace délky & spojujeme kombinace délky -1 . Jde tedy
o generovani kombinaci ,,do Sitky*. Pfitom pro vytvofeni jedné kombinace délky k& pozadujeme,
aby vSechny jeji podkombinace délky -1 spliiovaly pozadavek na ¢etnost. Tedy napf. ze tficlen-
nych kombinaci {A1A2A3, A1A2A4, A1A3A4, A1A3AS, AoAzA4} dosahujicich pozadované Cet-
nosti vytvoiime pouze jedinou ¢tyf¢lennou kombinaci A1A2A3A4. Kombinaci A1A3A4As sice 1ze
vytvofit spojenim A1A3zAs a A1AzAs, ale mezi tficlennymi kombinacemi chybi Ai1A4As i
A3A4As. Prislusny algoritmus je uveden na Obrazek 27.

Algoritmus apriori

1. do L;ptitad’ vSechny hodnoty atributil, které¢ dosahuji alespoii poZzadované ¢etnosti

2. poloz k=2

3. dokud Ly je neprézdna:
a) pomoci funkce apriori-gen vygeneruj na zdklad€ Li.; mnozinu kandidati Cy
b) do Lizarad’ ty kombinace z Ck, které dosahly alespoii poZzadovanou ¢etnost
c) proved k:=k+1

Funkce apriori-gen(Lx-/)

1) pro vSechny dvojice kombinaci p, g z Li-;:
Pokud p a g se shoduji v k-2 kategoriich ptidej sjednoceni p A q do Ci

2) pro kazdou kombinaci ¢ z Ci:
Pokud néktera z jejich podkombinaci délky k-1 neni obsaZena v Li-; odstran ¢ z Cy

Obrazek 27: Algoritmus apriori

Po nalezeni kombinaci, které vyhovuji svou Cetnosti, se vytvareji asociacni pravidla. Kazda
kombinace Comb se rozd¢€li na vSechny mozné dvojice podkombinaci Ant a Suc takové, ze Suc

23V piipadg analyzy nakupniho kosiku jsou kategorie typu mdslo(ano), chleba(ano) apod., které miizeme struénéji
zapisovat mdslo, chleba a chapat jako polozky zbozi.
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= Comb - Ant. Tedy Ant a Suc neobsahuji stejnou kategorii (4nt N Suc =0) a zaroven Ant N\ Suc

= Comb. Uvazované pravidlo Ant = Suc ma pak podporu, kterd se rovna Cetnosti kombinace
Comb. Spolehlivost pravidla se spo¢ité jako podil etnosti kombinaci Comb a Ant. Cetnost kom-
binace Ant ptitom jiz zndme! Totiz vzhledem k tomu, Ze délka Ant je mensi nez délka Comb,
byla kombinace Ant algoritmem apriori vygenerovana diive. Navic vime, Ze etnost kombinace
Ant je v&tsi nebo rovna etnosti kombinace Comb?’.

Pti vytvareni pravidel se vyuziva skutecnosti, ze ¢etnost nadkombinace (kombinace s ptida-
nym atributem nebo vice atributy pomoci konjunkce) je nejvyse rovna cetnosti kombinace:

n(Comb1) = n(Comby) pro Comb > Comby,

tedy je-li Comb, nadkombinaci Comb1, potom pocet ptiklada spliujicich Comb; je maximalné
roven poctu piikladii splitujicich Comb;.

Z toho plyne zasadni idea pro zjednoduseni tvorby pravidel, coz je, ze je-li Ant > Ant', je
spolehlivost pravidla Ant' = Comb - Ant' vétsi nebo rovna spolehlivosti pravidla Ant = Comb
- An#?’. Tudiz nevyhovuje-li zadané minimalni spolehlivosti pravidlo Ant' = Comb — Ant', ne-
vyhovi ani zadné pravidlo Ant = Comb - Ant, kde Ant > Ant'. Podobné, aby mohlo zadanou
minimalni spolehlivost splnit pravidlo Comb — Suc' = Suc', musi ji splnit v§echna pravidla
Comb — Suc = Suc, kde opét Suc > Suc'. Napt. vyhovuje-li pro kombinaci Comb=A1A2A3A4
pravidlo A1A2 = A3As4, budou vyhovovat i pravidla A1A2A3 = Asa A1A2A4 = As.

Kombinaci Comb zac¢indme tedy rozdélovat tak, Ze Suc je nejprve tvofeno jednou polozkou
(kombinaci délky 1). U téch pravidel, kterd dosdhla pozadovanou spolehlivost se do Suc pfida
dal$i polozka z Ant atd.

5.3 Neuronové sité

Lidsky mozek je slozen asi z 10'° nervovych bun&k (neurontt) které jsou mezi sebou navzijem
propojeny jesté fadove vyssim poctem vazeb [Novak a kol.,1992]. Za¢néme tedy nejdiive jednim
neuronem. Na Obrazek 28 je ukazka typického neuronu, ktery je tvofen télem (soma) ze kterého
vybiha fada (desitky aZ stovky) kratSich vybézkl (dendrity) a jeden dlouhy vybézek (axon). Za-
timco télo neuronu je veliké fddové mikrometry a dendrity nékolik milimetrii, axon mize dosa-
hovat délky desitek centimetrii az jednoho metru. Axon kazdého neuronu je zakoncen tzv. syna-
psi (typicky jedinou, ale miiZe jich byt i n€ékolik), kterd doseda na jiny neuron. Pies synapse se
ptenaseji vzruchy mezi neurony; v disledku chemickych reakci se v misté, kde synapse doseda
na neuron, méni propustnost bunééné membrany neuronu, tim se lokaln€ méni koncentrace klad-
nych i zapornych iontl vné a uvnitf buniky a tedy i membranovy potencial. Nékteré synaptické

26 Krat§i (méné& omezujici kombinaci) odpovida alespoii tolik piikladi v datech jako kombinaci delsi.

27 Je-li Ant' nadkombinaci kombinace Ant, je Ant' piisn&jsi a tudiZ ho splni méné piikladd. Vzhledem k tomu, Ze
Cetnost Ant' je ve jmenovateli zlomku, pfi¢emz Citatel ziistava stejny, je spolehlivost pravidla Ant' = Comb — Ant'
alespon takova, jako spolehlivost pravidla Ant = Comb —Ant.
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vazby maji charakter excita¢ni (zvySuji membranovy potencial), jiné maji charakter inhibi¢ni
(snizuji membranovy potencial). Dil¢i G€inky synaptickych vazeb se na neuronu kumuluji a ve
chvili, kdy celkovy membranovy potencial piesahne urcity prah, neuron je aktivovan a pies svoji
synapsi zac¢ne pusobit na dal$i neurony, se kterymi je spojen.

Obrazek 28: Biologicky neuron

5.3.1 MODEL JEDNOHO NEURONU

Neuron tedy, zjednoduSené feceno, piijima kladné a zdporné podnéty od jinych neuronti a ve
chvili, kdy souhrn téchto podnéti piekroc¢i dany prah, sam se aktivuje. Vystupni hodnota neuronu
je obvykle néjakou nelinearni transformaci souhrnu podnétt (viz Obr. 2). Z tohoto pohledu vy-
chézeji matematické modely neuronu. Prvnim byl tzv. ,,logicky neuron* McCullocha a Pittse z
r. 1943, ktery pracoval se vstupnimi a vystupnimi hodnotami pouze 0 a 1. Dal§im zndmym mo-
delem byl Widrowiv ,,adaptivni linearni neuron* Adaline z roku 1960, ktery si popiSeme trochu
podrobnéji. Vstupem do Adaline jsou podnéty (numerické hodnoty) oznacené x;,x2,...,.xn. Kazdy
podnét x; je nasoben vahou w;; tento soucin vstupuje do souctového ¢lenu, kde je vytvoien vazeny
soucet?

V ptipad¢, Ze tento vaZeny soucet piesahne prah wo, je vystup ¥ z Adaline roven 1, v opacném
ptipadé je vystup z Adaline roven 0 (n¢kdy misto 0 miiZze byt hodnota -1). Na rozdil od logického
neuronu jsou tedy vstupy libovolna ¢isla, vystupy ziistavaji dvouhodnotové:

28 Zapis w- x vyjadiuje skalarni sougin.
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Obrazek 29: Schéma neuronu
§=1pro X%, wix; = wg
§=0pro X%, wix; < wy

Nelinearita v podob¢ skokové funkce, tak jak je pouzita v pripadé Adaline (davajici pouze dvé
vystupni hodnoty neuronu), je ve slozitéjSich modelech neuronu nahrazena hladkymi funkcemi,
které nabyvaji hodnot z celého intervalu®’. NejpouZzivangj$imi prenosovymi (aktivaénimi) funk-
cemi jsou:

e sigmoidalni funkce f(SUM) = ﬁ; v tomto piipad€ vystup neuronu y nabyva

hodnot z intervalu [0, 1] (Obrazek 29 vlevo),

e hyperbolicky tangens f(SUM) = tanh(SUM) ; v tomto ptipadé vystup neuronu y
nabyva hodnot z intervalu [-1, 1] (Obrazek 29 vpravo).

Obrazek 30: (vlevo) Sigmoida a (vpravo) hyperbolicky tangens.

29 Pozadavek na to, aby funkce byla hladka, je dilezity pro algoritmus nastavovéani vah v procesu uc¢eni. Hladka
funkce je totiz diferencovatelna.
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Nékdy naopak nelinearni funkce chybi; resp. f(SUM) = SUM. V tomto pfipadé€ neuron realizuje
pouze vazeny soucet vstupl (tento typ neurontl se nékdy pouziva ve vystupni vrstvé neuronovych
siti.).

Cinnost Adaline mé jednoduchou geometrickou interpretaci. Jednotlivé vstupni podnéty
X1,X2,...,xm mohou predstavovat hodnoty vstupnich atribut néjakého objektu (napt. teplota,
vyska, vaha ...). Kazdy objekt Ize pak reprezentovat jako bod x = x;,x2,...,xn Vv m-rozmérném
prostoru. Bod x lezi v jedné ze dvou ¢€asti prostoru oddélenych od sebe rozd€lujici nadrovinou
(pro m = 2 se pohybujeme v roviné a rozd¢lujici nadrovina je pfimka). Body lezici v jedné ¢asti
prostoru miizeme povaZovat za obrazy objektl patticich do téze tiidy. Adaline 1ze tedy povaZzovat
za linedrni klasifikator objektt do dvou trid.

O ooz

Pro ilustraci opét pouZijeme na§ bankovni ptiklad, a sice v podobé dvou numerickych atributii
konto a prijem (Tabulka 9). Adaptivni linearni neuron z Obrazek 29 bude mit pro tato data vahy

napt.:>°
wi=1
w2=0.2
wo = 16000

Schopnost neuronu s takto nastavenymi vahami klasifikovat naSe data ukazuje Obrazek 31. Roz-
délovaci pfimka je definovana rovnici

ptijem + 0.2 konto — 16000 = 0.

Tabulka 9: Numericka data

Klient piijem konto avér
K101 3000 15000 ne
K102 10000 15000 ne
K103 17000 15000 ano
K104 5000 30000 ne
K105 15000 30000 ano
K106 20000 50000 ano
K107 2000 60000 ne
K108 5000 90000 ano
K109 10000 90000 ano

30 Naptiklad zde znamen4, Ze vS§echny vahy mohou byt nasobeny libovolnym (stejnym) islem.
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K110 20000 90000 ano
K111 10000 100000 ano
K112 17000 100000 ano

Prostor atributi

Wijem

Obrazek 31: Adaline jako linearni klasifikator do dvou trid.

Casto se provadi normalizace vstupnich hodnot (napf. na interval [-1,1]). Tato normalizace
snizuje rozdily mezi vdhami. Pokud pro nase data pouzijeme normalizované vstupy

norm_piijem = piijem/10000 - 1
norm_konto = konto/50000 - 1

Ziskame tyto vahy neuronu?':

wi =5.8029
w2 = 4.3746
wo =-2.8733

Diilezitou vlastnosti neuronti je jejich schopnost ucit se. Ucenim se zde mysli (algoritmus)
nastaveni vah w na zdklad¢ pfedlozenych ptikladl /x; yi/ tak, aby systém co nejspravnéji zpra-
covéval (napt. klasifikoval) i neznamé piiklady x>

Mezi prvni zplsoby uceni patii Hebbiiv zdakon z roku 1949. Byl formulovan jako model uc¢eni
na urovni neuront v mozku. Vychdazi z ptedstavy, ze se posiluji ty vazby, které u daného neuronu
zpusobuji jeho aktivaci. V (umélych) neuronech lze toto pravidlo formulovat takto:

31 Pro vypocet byla pouzita implementace neuronovych siti ze systému Weka.
32 Na po¢atku procesu uéeni jsou vahy w nastaveny nahodné (na n&jaké hodnoty blizké 0).
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Witl = Wi T Vi Xi

kde [xi, yi] je trénovaci piiklad (x; je vektor hodnot vstupnich atributii a y; je informace o zafazeni
ptikladu x; do tfidy), wi je vaha pted modifikaci a wi+; je vaha po modifikaci. Vaha w mtzZe rust

nade v§echny meze, coz neodpovida biologické realité.

Adaline samotnda pouzivala jiny zplisob uceni, tzv. gradientni metodu. Zde se vychazelo z po-
zadavku, aby chovani sit¢ bylo co nejvice podobno celkovému chovani ucitele, ktery provadi
klasifikaci vstupnich ptikladt trénovaci mnoziny. Zavadi se tedy tzv. stredni kvadraticka chyba,

ktera ma pro n ptiklada z trénovaci mnoziny D7z podobu
1 ~
Err(w) = EZ?=1(yi - yl)z

Tuto chybu se snazime minimalizovat (y; je hodnota cilového atributu a y; je vysledek zatrazeni
siti). Z pozadavku na minimum stfedni kvadratické chyby lze odvodit nasledujici pravidlo pro

modifikaci vah:

W—WT+tAW,

kde

0E ~
Aw=-n===nY" (i — )X

aw

Modifikace vah se tedy provadi az po zpracovani celé trénovaci mnoziny.

Odvozeni vztahu pro modifikaci vah w pro pfipad, Ze neuron realizuje pouze vazeny soucet
vstupt, tedy ze

A

¥i=W-Xi

bylo jiz jednou uvedeno v podkapitole vénované uceni jako aproximace funkci. Pfipomenime si,

zZe

= ) A tewx) = T 66 Ex)
1=1
=1

Chybova funkce Err(w) bude mit v tomto piipad¢ jedno globalni minimum (Obrazek 32
vlevo). Uvedeny postup vypoctu vah nalezne takové vahy w, které budou odpovidat tomuto mi-
nimu. V piipad¢€ linearné separabilnich tfid toto minimum odpovida bezchybné klasifikaci pfi-

klad, tedy nalezneme takové vahy w, pro které

Err(w) = 0.
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Vzhledem k tomu, ze Adaline pouziva skokovou aktiva¢ni funkci

yi = sign (W - xi),

wewvr

je podoba chybové funkce pon¢kud slozitéjsi (Obrazek 32 vpravo). Pfesto miizeme i pro Adaline
pouzit vyse odvozené pravidlo pro modifikaci vah. Nabyva-li totiz skute¢ny vystup y pouze hod-
not +1, pak pro vystup neuronu § = *1 plati sign(w x) =w - X.

Err(u) Erriw)

Obrazek 32: (vlevo) Chybova funkce pro linearni aktivaci. (vpravo) Chybova funkce pro
skokovou aktivaci.

Pouzivanéjsi varianta, tzv. stochastickd (inkrementalni) aproximace ptredpoklada, ze se va-
hovy vektor w modifikuje okamzité poté, kdy pii klasifikaci i-t¢ho ptikladu doSlo k odchylce
mezi pozadovanym a skute¢nym vystupem systému

Witl = Wi T Awj,
Awi = (yi- ¥i) Xi .

Ze vzorce je vidét, Ze pii uceni chybi zpétna vazba. V piipad¢ odchylky se vahovy vektor w
modifikuje, aniZ by se zjiSt'ovalo, zda provedena zména méla vliv na vystup systému ;. Tréno-
vaci mnozinou D7z se tedy prochdzi opakované tak dlouho, dokud neni neuron ,,naucen* (stfedni
kvadraticka chyba je minimalni resp. dostate¢n& mala)*. V piipadé Adaline je mozno dosahnout
nulovou chybu pouze pro linedarné separabilni tiidy. Pouze v tomto ptipad¢ Adaline bezchybné
klasifikuje vSechny prvky trénovaci mnoZiny. Pokud tfidy nejsou linedrné€ separabilni, uceni se
ustali v okamZziku nalezeni minima (ne nutné globalniho). Parametr #, nazyvany learning rate,
udava ,krok®, kterym se méni vahovy vektor w. Je-li # pfili§ velké, mliZzeme pii ptiblizovani k
minimu toto minimum minout, je-li # pfili§ malé, iterovani trva pfili§ dlouho. Obvykle se volin
€ [0, 10] (¢asto 7 je 0.1 nebo 0.05, navic s rostoucim poctem iteraci se # miize zmenSovat).

6

33 Poget téchto priichodi trénovaci mnozinou je obvykle znaény. Pocet takzvanych iteraci se pohybuje v fadech
tisicl. U¢eni neuront (a neuronovych siti) je tedy pon¢kud zdlouhavy proces.
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5.3.2 PERCEPTRON

Zatim jsme se zabyvali jednim neuronem. Jak to vypadé s neuronovymi sit¢émi? Prvni neuro-
nova sit’ pochazi z roku 1957. Rosenblattiv Perceptron byl navrzen jako model zrakové sou-
stavy. Perceptron je hierarchicky systém tvoreny tfemi urovnémi (viz Obrazek 33). Prvni z nich,
nazyvana sitnice, slouzi k pfijimani informace z prosttedi. Je tvofena receptory, prvky, jejichz
vystup nabyva hodnoty 1 nebo 0 podle toho, zda jsou prostfedim excitovany nebo ne. Vystupy
receptort jsou (pies ndhodné zvolené vazby) pfivedeny na asociativni elementy. Asociativni ele-
ment pfipominéd vySe popsany adaptivni linearni neuron s tim, ze vSechny vahy w; maji pevné
hodnoty +1 nebo -1. Asociativni element se aktivuje (vyda hodnotu 1), pokud souhrn jeho vstupti
prekroci zadany prah. Pocet asociativnich elementi je fadove desitky tisic. Vystupy z asociativ-
nich elementti jsou ndhodné zvolenymi vazbami propojeny na reagujici elementy, jejichz pocet
odpovida poctu tiid, do kterych klasifikujeme. Reagujici elementy realizuji vazeny soucet

m
i=1

V bloku vybér maxima se vybere pro dany obraz ten reagujici element, ktery ma nejvyssi vystup,
a ktery tedy odpovida tfid¢, do které je obraz zarazen.

Uceni Perceptronu probiha na Grovni reagujicich elementtl. Pravidlo pro modifikaci vah od-
povida vyse uvedené stochastické aproximaci

Wil = Wi T Aw;j, Awi=n(yi-¥i) Xi .

AN

—
—s
—
//_/— —
teceprtoy asodatiwd eletmenty  teamajic elementy  marirmn

Obrazek 33: Perceptron (podle [Kotek a kol., 1980])

Sam Rosenblatt zamyslel perceptron jako model mozku. Myslenka perceptronu vsak inspiro-
vala mnoho techniki a rychle pronikla do aplikaci jako ucici se klasifikator. Po po¢atecnim nad-
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Seni se v roce 1969 v knize Perceptrons od M.Minského a S.Paperta objevila kritika klasifikac-
nich schopnosti perceptronu. Minsky a Papert ukézali, Ze se perceptron jako linedrni klasifikéator
nedokéze vyrovnat s tak jednoduchym pojmem jako je nonekvivalence. Tato opravnéna namitka
ale byla nepravem chapana jako kritika neuronovych siti jako takovych. Vyzkum neuronovych
siti pak stagnoval az do poloviny 80. let, kdy dostal novy impuls. O renesanci neuronovych siti
se zaslouzili pfedevsim Hopfield, Hecht-Nielsen a Kohonen. V té dob¢ se podafilo ukazat, ze
libovolnou spojitou funkci £:[0,1]" — R™, f(x) =y Ize s libovolnou piesnosti aproximovat pomoci
tiivrstve sité, kterd je tvofena n neurony ve vstupni vrstvé, 2n+1 neurony v prostfedni vrstvé a
ni neurony ve vystupni vrstvé**,

5.3.3 TOPOLOGIE SOUDOBYCH SiTi

Krom¢ toho, ze byly navrzeny nové topologie neuronovych siti, podatilo se v osmdesatych

vvvvvv

algoritmy umoznily navrat neuronovych siti na vysluni popularity. V soucasné dob¢ je zndma (a
pouzivana) fada typt siti. Podrobnéji se seznamime se jednim z nich: vicevrstvym perceptronem.

Vrstevna sit’ (vicevrstvy perceptron, multi-layer perceptron) je sit’ sloZend z vrstev neurontl,
kde v rdmci jedné vrstvy nejsou mezi neurony zadné vazby, ale neuron z jedné vrstvy je propojen

se vSemi neurony vrstvy sousedni.

Nejpouzivangjsi topologii je sit’ s jednou skrytou vrstvou (Obrazek 34). Jedna se o zobecnéni
jednoduchého perceptronu (piipadné adaptivniho linearniho neuronu), které ma schopnost apro-
ximovat libovolnou spojitou funkei.

34 Jde o modifikaci Kolmogorovova teorému z roku 1957, ktery ukazal, Ze libovolnou funkci z n-rozmérné krychle
[0,17" do mnoziny realnych ¢isel R Ize vyjadrit jako funkci jedné proménné.

35 Viz napf. prace Rumelhart, D.E. — Hinton,G.E. — Williams,R.J. Learning Internal Representations by Error Pro-
pagation z roku 1986.
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Obrazek 34: Vicevrstvy perceptron s jednou skrytou vrstvou

Pro uceni takovéto sité se nejcastéji pouziva zobecnéna gradientni metoda zvana zpétné Sifeni
chyby (error backpropagation). Na Obrazek 35 je uvedena inkrementalni (stochasticka) podoba
tohoto algoritmu pro sit’ s jednou skrytou vrstvou ([Mitchell, 1997]). Opét je naSim cilem mini-
malizovat chybu zaloZenou na druhé mocnin¢ rozdilu mezi skute¢nym a ocekavanym vystupem
sit¢ pro priklad x;.

1 —~
Err(wi) = Py LlEV}’/stupy(y iv 3’1,17)2

Zmeéna vahy vazby vedouci od neuronu j k neuronu k se tedy bude fidit gradientem funkce
Err

N = OFrr OFrr OSUMy  dFrr
Wik = M aw, = 0SUM: owe 1 OSUML

kde SUM je vazeny soucet vstupli do neuronu k.

Zakladem algoritmu je vypocet chyby na vystupech jednotlivych neuronli. Nejprve se pocita
chyba pro neurony ve vystupni vrstvé (vztah 2.1.2), to pak (zpétn¢) umozni spocitat chybu pro
neurony ve skryté vrstvé (vztah 2.1.3). Odvozeni téchto kli¢ovych vztahli je uvedeno napft. v ka-
pitole 5.4 v knize [Berka, 2003].
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Backpropagation algoritmus

1. inicializuj véhy sit¢ malymi ndhodnymi ¢isly (napf. z intervalu [-
0.05,0.05])

2. dokud neni splnéno kritérium pro zastaveni
2.1. pro kazdy priklad [x,y] z trénovacich dat
2.1.1. spocitej vystup out, pro kazdy neuron u v siti
2.1.2. pro kazdy neuron v ve vystupni vrstvé spocitej chybu
errory = outy (1 - outy) (yv - outy)
2.1.3. pro kazdy neuron s ve skryté vrstvé spocitej chybu
errors = outs (1 - outs) D vEVYstup (ws,v erroty )

2.1.4. pro kazdou vazbu vedouci od neuronu j do neuronu & mo-
difikuj vdhu vazby

wj,k =wj,k + Awj,k , kde Awj,k =1 errork xj,k

Obrazek 35: Algoritmus Backpropagation3®
Pti zpétném Sifeni se v kroku prace sit¢ informace (vysledky) §ifi od vstupni vrstvy k vrstvé
vystupni, v kroku uceni se vdhy modifikuji po vrstvach od vystupu k vstupu. Pro zastaveni pro-
cesu uceni se pouzivaji tato kritéria:
e ustaleni chybové funkce (v minimu),
e dosazeni ptedem zadan¢ho poctu iteraci,
e pokles pod predem zadanou hodnotu chybové funkce.
Vicevrstva sit’ potfebuje pro uceni oklasifikované ptiklady. Pracuje tedy v rezimu uceni s
ucitelem.

5.3.4 NEURONOVE SITE A DOBYVANI ZNALOSTIi Z DATABAZI

Z hlediska dobyvani znalosti z databazi piedstavuji neuronové sité jeden z nejpouzivanéjSich
nastroji pro tvorbu automatickych systému pro klasifikaci nebo predikci. Neuronové sité jsou
15

36 Vystup z neuronu u je oznacen symbolem out, (output), x; oznacuje j-ty vstup do k-tého neuronu wjx oznacuje
vahu j-tého vstupu do k-tého neuronu, neurony pouzivaji sigmoidalni nelinearitu.
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vhodnou alternativou k rozhodovacim stromiim a pravidlim v situacich, kdy netrvame na srozu-
mitelnosti nalezenych znalosti.

Jinym dobrym divodem pro pouziti neuronovych siti je pfevaha numerickych atributii. Za-
timco symbolické metody (stromy, pravidla) jsou $ity na miru kategoriadlnim datim a numericka
data vyzaduji specidlni zachazeni (diskretizaci), nyni je situace opac¢nd. Neuronové sit¢ jsou
vhodnéjsi pro data numericka a problémy ptisobi data kategorialni. Standardnim feSenim tohoto
problému je tzv. binarizace. Pro jeden kategoridlni atribut vytvofime tolik novych binarnich
atritbutd, kolik mél ptivodni atribut riznych hodnot. Hodnota 1 u nového atributu 4 ’x vyjadiuje,
7e puvodni atribut 4 mél pro dany objekt hodnotu vi.; ostatni atributy 4 °;, g # k pak maji hodnotu
0. Ma-li ptvodni atribut pouze dvé mozné hodnoty, binarizaci nemusime provadét; staci kdyz
jedné z hodnot ptifadime novou hodnotu 1 a druhé z hodnot novou hodnotu 0. Tato binarizace
se Casto provadi v ramci algoritmu pro uceni neuronové siteé, uzivatel tedy nebyva zatézovan
nutnosti data transformovat ru¢né.

Vezméme k ruce opét nas priklad bankovni aplikace. Pro vytvoreni klasifika¢niho modelu
muzeme pouzit vicevrstvy perceptron s jednou skrytou vrstvou. Topologii sit€¢ bude urovat zvo-
lend uloha 1 podoba trénovacich dat. Pocet neuronil ve vstupni vrstvé bude vychéazet z poctu
vstupnich atributi. Vzhedem k tomu, Ze vSechny atributy jsou kategorialni, musime provést bi-
narizaci. Ziskdme tak 6 binarnich atributl prijem vysoky, konto vysoké, konto stredni,
konto_nizké, pohlavi_muz, nezaméstnany, uver ; ve vstupni vrstvé tedy bude 6 neurond. Podobu
dat po binarizaci ukazuje Tabulka 10. Vystupni vrstva bude tvofena jednim neuronem reprezen-
tujicim zavér uver(ano). Jeho vystup (v intervalu [0, 1]) bude interpretovan jako doporuceni zda
pujéit (5>0.5) nebo nepijéit (¥<0.5)*".

Problémem byva urceni poctu neuronti ve skryté vrstvé. Zdalo by se, ze ¢im vice, tim Iépe. S
rostoucim poctem neuront ve skryté vrstvé (resp. s ristem poctu skrytych vrstev) se zvysuje
nelinearita chovani sité, rostou ale naroky na proces uceni (potiebny pocet ptikladii, doba uceni).
Ptili§ rozsahla sit’ ma rovnéz tendenci k pteuceni (overfitting); mize se pfili§ zaméfit na nevy-
znamné podrobnosti vyskytujici se v trénovacich datech, které ale nemaji vyznam z hlediska
feSené ulohy. Neexistuje obecny navod jak zvolit pocet neuronti (jedna z pouzivanych heuristik
radi, aby neuronti ve skryté vrstvé bylo dvakrat tolik, jako je neuronti ve vstupni vrstvé). Pridr-
zime se této heuristiky a zvolime 10 neuronti. V praxi je obvyklé zkusit vice siti s riznymi para-
metry (topologiemi, pfechodovymi funkcemi ...) a na zékladé€ jejich chovani na testovacich da-
tech vybrat tu nejlepsi.

Pro vySe popsanou topologii 6-10-1 ziskame pomoci algoritmu zpétného §ifeni pro naSe data
takové nastaveni vah, Ze sit’ bude bezchybné klasifikovat vSechny trénovaci ptiklady (aplny po-
pis sité je uveden v piiloze).

37 Obecné plati, Ze ve vystupni vrstvé je tolik neuront, kolik je tiid mezi kterymi se systém rozhoduje. V piipadé
dvou tiid ale staci jeden neuron.
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Nase data z Tabulka 10 jsou linedrn¢ separabilni (coz jsme dopfedu nemuseli védét), stacila
by tedy i jednodussi sit’ tvofena jednim neuronem?®. Obecné ale plati, Ze vicevrstvy perceptron
nalezne libovolné slozity popis tfid, tedy v prostoru atributa libovoln¢ slozitou ,,hranici mezi
tiidami.

Tabulka 10: Binarizovana data

klient |pfijem_ |konto_ |konto_ |konto_ [pohlavi_ |nezamést Javér
vysoky [vysoké |stfedni |nizké [muZ

>

Q

S
sy

k1
k2
k3
k4
k5
ké
k7
k8
k9
k10
k11
k12

o

OO0 0000 OkFRFORPEF
P PR, OO0OO0O0OO0O0O0OO
OO0 o0OOoO0OkrRrRFRFR OO OO
P oOORFPRPOFRPORPRPORP P

O R0 FRFPFO0ORRFRRO0O00
P oOPRPORPRPRPORP,ORPRP

O O0OFrRPRORFRPRFRPROOOORLR

Nase bankovni data ilustruji jeden typ pouziti neuronovych siti, klasifika¢ni lohy. Typicte;-
$im ptikladem pouziti neuronovych siti je tloha predikce ¢asovych tad (cen akcii, sménnych
kurzii mén, spotieby elektrické energie nebo meteorologické situace). Vicevrstvy perceptron
muze predikovat jak kvalitativni vyvoj (vzrust, pokles), tak i konkrétni hodnoty. S vyhodou se v
tomto typu aplikaci pouzije skute¢nost, ze neuronové sit¢ bez problému zpracovavaji numerické
atributy. Casova fada méa obvykle podobu hodnot dané veli¢iny ziskané v po sobé jdoucich &a-
sovych okamzicich (Obrazek 36)*°. Z této fady je tieba ziskat trénovaci ptiklady pro neuronovou
sit’. Reknéme, Ze nas bude zajimat predikce na jeden ¢asovy okamzik dopfedu; vystupni vrstva
bude tedy tvofena jedinym neuronem. Pocet neuront ve vstupni vrstvé zavisi na tom, jak dlouhy
historicky Gsek chceme brat pii predikci v uvahu. Toto siln€ zavisi na predikované veli¢ing; o
chovani veli¢iny mizeme mit néjaké dalsi dodatecné informace (pfedpokladané periodické nebo
sezonni chovani apod.). Budeme-li napft. chtit predikovat ze Ctyt poslednich hodnot, bude mit
vstupni vrstva Ctyfi neurony. Pocet neuronll ve skryté vrstvé bude opét predmétem experimen-
tovani. Takto navrzené topologii odpovida podoba trénovacich dat uvedena na Obrazek 37 (pro
pfipad, ze chceme predikovat pfimo hodnotu veli¢iny), resp. na Obrazek 38 (pro pfipad, ze
chceme predikovat jen zménu veli€iny). V obou piipadech vytvatime trénovaci priklady ze sek-
venci po sobé€ jdoucich hodnot casové fady.

38 Rovnice odpovidajici rozdélujici nadroviny je 6.7898 piijem_vysoky + 2.8184 konto_vysoké - 1.9507
konto_sttedni - 5.1480 konto nizké - 0.5172 pohlavi_muz - 3.7801 nezaméstnany - 2.1758 = 0.
3 Obvykle se hodnoty veli¢iny zaznamendvaji po uplynuti stejného ¢asového useku (ekvidistantni vzorkovani),

vvvvvv

dané veliCiny - tzv. tikova data se zaznamenavaji v okamziku, kdy zména kurzu piekroc¢i zadany prah.
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y(t)

th t) to t3 ty ts tg t7 t

Obrizek 36: Casova rada

vstupy vystup
y(to) y(t1) y(t) y(ts) y(ts)
y(t) y(t2) y(ts) y(ts) y(ts)
y(t) y(ts) y(ts) y(ts) y(ts)

Obrazek 37: Trénovaci data pro predikci hodnot

vstupy vystup
sign(y(t) - y(to) sign(y(tz) - y(t,)) - sign(y(ts) - y(t)) sign(y(ts) - ¥(55)) ~ sign(y(ts) - y(t))
s1gn(y(t) - ¥(t)  sign(y(ts) - y(t2))  sign(y(ty) - y(t:)) sign(y(ts) - y(ts)) sign(y(te) - y(ts))

Obrazek 38: Trénovaci data pro predikci zmény

Pouziti neuronovych siti s sebou nese problém interpretace. Znalosti ziskané neuronovymi
sitémi jsou zcela nesrozumitelné pro uzivatele (znalosti jsou dany topologii sit¢ a vdhami vazeb
mezi neurony). S tim souvisi 1 neschopnost siti podavat vysvétleni. Z neuronovych siti se tedy
stava Cerna skiinka, do které neni vidét. Objevuji se ale pokusy prevést znalosti ulozené v neu-
ronovych sitich do srozumitelnéj$i podoby [Shavlik, 1992]. Obdobné se zkouma moznost vyuzit
doménové znalosti pfi inicializaci neuronovych siti (napf. systém KBANN popsany v [Towell,
Shavlik 1994]). V [Berka, Slama, 1998] lze pak nalézt postup, kdy se nejprve (na zéklad€ zna-
losti) nastavi topologie sité, ta se nauci z dat vahy vazeb a pak je zpét prevedena do vhodné&;jsi
reprezentace. Ve vSech uvedenych piistupech se vychazi z toho, Ze vazby mezi neurony lze in-
terpretovat jako pravidla. Tak napf. pro neuron na Obrazek 29 by méla takovato pravidla podobu:

IF ptijem(vyhovuje) THEN uvér(ano) (wl)
IF konto(vyhovuje) THEN tvér(ano) (w2)
IF piijem(nevyhovuje) THEN uvér(ano) (-w1)

78



Petr Berka, Jan Gorecki - Dolovani dat

IF konto(nevyhovuje) THEN tvér(ano) (-w2)
uvér(ano) (-w0)

Pti klasifikaci nového piipadu se pouziji vSechna aplikovatelnd pravidla zpiisobem znamym

z kompozicionalnich expertnich systéma?.

.....

umannovy koncepce pocitace. Neni v nich striktné€ odd€len procesor a pamét’ a informace v nich
neni lokalizovdna na n¢jakém pevném misté (adrese) ale je ,,rozprostfena“ ve vahach po celé siti.
To umoznuje fungovani sité i v ptipadé castecného poskozeni sité, pii neuplnych nebo zasumé-
nych datech apod. Maji v tomto smyslu blize k (lidskému) mozku nez klasické pocitace.

5.4 Evoluéni algoritmy

Jinou skupinou metod strojového uceni, které¢ vychdzeji z biologickych principii, jsou evo-
luéni algoritmy. Zdrojem inspirace se tentokrat stal mechanismus evoluce, chapany jako Darwi-
nuv pfirozeny vybér: n¢jaky zivocisny druh se béhem svého vyvoje zdokonaluje tak, ze z gene-
race na generaci se prendsi geneticka informace jen téch nejsilnéjsich jedinci. Mezi evolucni
algoritmy patii genetické algoritmy, evolu¢ni programovani, evolu¢ni strategie a genetické pro-
gramovani.

[ 11

Pro vSechny tyto metody jsou spole¢né nékteré zakladni pojmy: vybér (selekce), mutace a
reprodukce (kiizeni) jedinch z ur€ité populace, a princip nesystematického nahodného genero-
vani a testovani.

5.4.1 ZAKLADNi PODOBA GENETICKYCH ALGORITMU

U zrodu genetickych algoritmi stal v 60. letech J. Holland [Holland, 1962]. Jeho myslenkou
bylo pouzit evolucni principy, zaloZené na metodach optimalizace funkci a umélé inteligenci,
pro hledéani feSeni n¢jaké tlohy. V piipadé algoritmické realizace procesu evoluce je podstatny
zpusob reprezentovani jedincti (chromozomti). V nejjednodussim piipadé mizeme chromozom
chapat jako fetézec slozeny ze symbola 0 a 1 (genit), budeme rovnéz predpokladat, ze vSechny
fetézce maji stejnou délku. Geneticka vybava jedinct z jedné populace miize piechazet do po-
pulace nasledujici ptimo, jen drobn¢ modifikovana, nebo prosttednictvim potomkti. Snahou al-
goritmu je pfitom pienést z jedné populace do druhé jen to nejlepsi. Jedinci v populaci predsta-
vuji potencialni feSeni néjaké tlohy (napt. hypotézy pokryvajici ptiklady konceptll). Kritériem

40 Kompozicionalni expertni systémy jsou zaloZeny na myslence, Ze zavér konzultace se odvodi ze viech apliko-
vatelnych pravidel tak, ze se zkombinuji dil¢i ptispévky téchto pravidel.
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hodnoceni jedinct v populaci je tedy kvalita tohoto feSeni vyjadiena pomoci funkce fit (fitness
function). V pfipad¢ uceni se konceptiim je touto funkci napi. presnost jedince (hypotézy) pii
klasifikaci, v piipadé hledani extrému n¢jaké funkce je to hodnota této funkce.

Geneticky algoritmus(fit,N,K,M)

Inicializace
1. ptifad’ ¢.= 0 (pocitadlo generaci)
2. nédhodné¢ vytvot populaci P(z) velikosti N
3. urci hodnoty funkce fit pro kazdého jedince 4 v P(t)
Hlavni cyklus
1. dokud neni splnéna podminka pro zastaveni
1.1. proved selekci:
1.1.1. vyber z P(t) jedince, kteii se piimo pienesou do
P+1)
1.2. proved’ kiizeni:
1.2.1. vyber z P(t) dvojice jedinct uréenych k reprodukci
1.2.2. aplikuj na kazdou dvojici operaci kiizeni
1.2.3. zatad’ potomky do P(t+1)
1.3. proved’ mutaci:
1.3.1. vyber z P(t+1) jedince ur¢ené k mutaci
1.3.2. aplikuj na kazdého jedince operaci mutace
1.4. ptitad’ t-=t + I (nova populace ma opét velikost N)
1.5. spocitej pro kazdé s €P(t) hodnotu fit(h)
2. vrat jedince 4 s nejvyssi hodnotu fit(h)

Obrazek 39: Zakladni podoba genetického algoritmu

Zakladni podoba genetického algoritmu tak, jak ji uvadi Mitchell [Mitchell, 1997] je na Ob-
razek 39. Algoritmus zacind pracovat s n€jakou vychozi, ndhodné zvolenou populaci, kterou
postupn& modifikuje (zdokonaluje). Cinnost algoritmu konéi po splnéni néjaké podminky. Tou
nejcastéji byva dosazeni pfedem zadaného maxima pro funkci fir, maze to ale byt i vyCerpani
maximalniho ¢asu (poctu generaci). Operacemi, které¢ vedou k vytvotfeni nové populace, jsou
vybér (selekce), mutace a krizeni.

Selekce jedince h se provadi na zaklad€ hodnoty funkce fit(h). V literatute se uvadéji rizné
moznosti:

e ruletove kolo

fit(h)

pravdépodobnost, ze bude vybran jedinec /4 je tmérnd poméru > 7t

e poradova selekce
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nejprve jsou jedinci v populaci usporadani podle hodnoty fit, selekce se pak
provadi na zakladé pravdépodobnosti, ktera je umérna potadi jedince v tomto
usporadani,

e turnajova selekce

nejprve se ndhodné vyberou dva jedinci, s ptedefinovanou pravdépodobnosti
p se pak z téchto dvou vybere jedinec s vyssi hodnotou fit, piipadné s pravde-
podobnosti /-p se vybere ten jedinec s nizs§i hodnotou fit.

Operator kriZeni (crossover) vytvari ze dvou rodicti dva potomky. V nejjednodussim piipade
se provadi tzv. jednobodové kiizeni (single-point crossover). Pti jednobodovém kiizeni ,,zdédi*
kazdy potomek pocatek chromozomu (fetézce bitlt) od jednoho rodice a zbytek fetézce od dru-
bodové kiizeni, kdy se chromozomy rozd¢li na tfi ¢asti, kazdy potomek pak zdédi ,,prostiedek*
fetézce od jednoho rodice a ,,okraje* od druhého rodice (Obrazek 41).

111010010 111000101

000100101 000110010

Obrazek 40: Jednobodové kiiZzeni

111010010 111000100

000100101 000110011

Obrazek 41: Dvoubodové k¥izeni

111010010 » 111011010

Obrazek 42: Mutace
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Pti mutaci se ndhodné zinvertuje jeden bit v fetézci tak, jak je uvedeno na Obrazek 42. Za-
timco ktizeni pfedstavuje vyrazné zmeény chromozomt, v piipadé mutace se jedna jen o drobné
modifikace.

Vybér se provadi jednak v ptipad¢ pfimého pienosu jedince z jedné generace do druhé (krok
selekce), jednak v ptipad¢ volby rodi¢ti pro kiizeni nebo jedinct pro mutaci. Postupuje se pritom
tak, aby se pocet jedinct v populacich nezvétSoval. V algoritmu z Obrazek 39 se tedy napft. ptimo
prenese (1 — K) #N jedinct (krok 1.1.1) a pro kiizeni se vybere K*N/2 dvojic (krok 1.2.1). Timto
zpusobem zustane zachovan pocet N jedinct v populaci. Pro mutaci se pak vybere M =N jedincti
(K, M a N jsou volené parametry).

Nabizi se otdzka, jestli algoritmus pracujici vySe popsanym zptisobem muze efektivné fesit
optimaliza¢ni ulohy nebo ulohy prohledavani. Kladnou odpovéd’ dava tzv. teorém o schématech
[Holland 1997]*.

Genetické algoritmy trpi podobnou nectnosti jako neuronové sité, tendenci nalézt lokalni
misto globalniho optima. Zde to znamena, Ze nejlepsi jedinec mé snahu se reprodukovat nejvice,
coz vede k malo diverzifikované populaci. V uréitém stadiu vypoctu populace zkonverguje do
vysledného stavu, ve kterém uz operace kiizeni a mutace nepfinaseji zlepSovani jedinct. Na-
pravu tohoto jevu mize prinést modifikovani operace selekce (pouzit turnajové misto ruletové),
dalsi podminky na podobu rodici v operaci kiizeni, nebo snizeni hodnoty funkce fit v ptipadé
vyskytu podobnych jedincti v populaci.

5.4.2 POUZITi GENETICKYCH ALGORITMU

Geneticke algoritmy nalezly uplatnéni v fad€ oblasti: numericka optimalizace a rozvrhovani,
strojové uceni, tvorba modeli (ekonomickych, populaénich, socialnich), apod. Z hlediska doby-
vani znalosti z databazi je zajimavé vyuziti genetickych algoritmi pfimo pro uceni se koncep-
tiim*?, nebo pouziti genetickych algoritmi pro optimalizaci neuronovych siti.

Pouziti genetickych algoritmil pro u¢eni se konceptim budeme opét demonstrovat na piti-
kladu, ktery nas provazi celou knihou. Vyjdeme pfitom ze systému GABIL ([DeJong a kol.,

N 24

GABIL pracuje s hypotézami v podobé pravidel, tedy napf.

4l Holland{iv teorém #ika Ze kratka schémata nizkého ¥adu s nadpriimérnou hodnotou funkee fit ziskavaji v néasle-
dujici populaci exponencialné rostouci zastoupeni. Schématem se pfitom mysli jakasi Sablona, ktera popisuje
mnozinu vzajemne si podobnych ¢aasti chromozomda. V piipade reprezentace chromozomi bitovymi fetézci se v
zapise schématu objevuji “17, “0” a “+”, pfi¢emz znak reprezentuje libovolnou hodnotu. Tedy napf. schema
00%1 zahrnuje dva fetézce 0001 a 0011. Délkou schématu se mysli vzdalenost mezi prvni a posledni pevné danou
pozici ve schématu (v nasem piikladu je délka 3) a fadem schématu se mysli pocet pevné definovanych symbola
(v nasem ptikladu opét hodnota 3). Schemata reprezentuji sekvence biti, které jsou navzajem provazany v tom
smyslu, ze ptispévek jednoho bitu k hodnoté funkce fit zavisi na hodnotach ostatnich biti v sekvenci. Tyto sek-
vence byvaji oznaCovany jako stavebni bloky. Teorém o schématech tedy tika, ze v priibéhu evoluce roste zastou-
peni dulezitych stavebnich blokil v populaci. Tyto stavebni bloky se pak kombinuji do vysledného feseni.

42 Geneticky algoritmus provadi paralelni ndhodné prohledavani prostoru hypotéz. Jeho schopnost ugit se kon-
cepty je srovnatelna s algoritmy pro tvorbu rozhodovacich stromi i rozhodovacich pravidel.
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If konto(nizké) A piijem(nizky) then avér(ne)
If konto(vysoké) then uvér(ano)

pro kdédovani hypotéz se pouziva bitovy fetézec tak, ze pro kazdy atribut je vyhrazeno tolik bitd,
kolik ma atribut riiznych hodnot. 1 na pfisluSné pozici v fetézci pak znamena, Ze atribut nabyva
tuto hodnotu, 0 znamena, Ze atribut nenabyva tuto hodnotu. Pouziti tolika biti, kolik je hodnot
umoziuje kédovat i disjunkce (011 v zéapisu atributu vyjadiuje, ze atribut nabyva druhé nebo
treti hodnoty) 1 vyjadfit, ze na hodnot¢ atributu nezalezi (zapis 111). VySe uvedena pravidla lze
tedy kodovat jako

100 10 01
001 11 10

kde atribut konto nabyva tii hodnot v potadi nizké, stredni, vysoké, atribut prijem nabyva dvou
hodnot v potadi nizky, vysoky a atribut uvér nabyva dvou hodnot v potadi ano, ne.

GABIL pracuje podle obecného algoritmu uvedeného na Obrazek 39 s témito upfesnénimi:

1. funkee fit(h) je druhou mocninou spravnosti klasifikace hypotézou h*

2

fit(h) = (Hib)

2. pocet jedinct v populaci je mezi 100 a 1000 v zavislosti na konkrétni tloze,
3. parametr K vyjadiujici podil kiiZzeni mé4 hodnotu 0.6,
4. parametr M vyjadiujici podil mutaci ma hodnotu 0.001,

5. pouzity operator kiiZeni je rozsifenim vySe uvedeného dvoubodového kiizeni;
provedené rozsifeni umoznuje kitizit fetézce riznych délek,

6. mutace je pouzita tak, jak je uvedeno vyse.

Jinym ptikladem pouziti genetického algoritmu pro uceni se konceptim je modifikace sys-
tému CN4 popsana v [Kralik, Briiha, 1998]. Pfipomenme, Ze CN4 je algoritmus pro tvorbu roz-
hodovacich pravidel metodou pokryvani mnoZin shora doli. Jadrem algoritmu je nalezeni jed-
noho pravidla. V ptivodnim algoritmu se vhodny pfedpoklad pravidla vytvaii metodou speciali-
zace kombinace. Modifikovana verze, systém GA-CN4, pouZziva pro nalezeni pravidla geneticky
algoritmus. Kombinace je kddovana podobné jako v systému GABIL (1ze tedy vytvéiet disjunkce
hodnot), navic se ke kazdému atributu ptida jeden bit umoziujici vyjadfit negaci. Tim se zna¢né
roz$iii vyjadfovaci schopnost nalezenych pravidel.

4 Hypotéza je tvoiena pravidlem. Pro toto pravidlo miizeme vytvofit étyfpolni tabulku uréujici, kolik pozitivnich
piikladt (hodnota a) a kolik vSech ptikladi (hodnota a + b) toto pravidlo pokryva.
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V ptipad¢ optimalizace neuronovych siti (viz napt. [Murray, 1994]) vlastné geneticky algo-
ritmus automatizuje proces ruéniho nastavovani parametri a ladéni neuronové sité. Jedinci v
populaci pak odpovidaji parametriim jednotlivych konfiguraci sité (pocet neuronti, parametry
neurontl) a kriterialni funkce fit odpovida chybé sité.

5.5 Bayesovska klasifikace

Metody bayesovské klasifikace vychazeji z Bayesovy véty o podminénych pravdépodob-
nostech. Ackoliv se tedy jedna o metody pravdépodobnostni, jsou intenzivné studovany v
souvislosti se strojovym ucenim a uplatiiuji se rovnéz v systémech pro dobyvani znalosti.

5.5.1 ZAKLADNi POJMY

[lcammmarov ]

Bayestv vztah pro vypocet podminéné pravdépodobnosti ze plati hypotéza H, pokud po-
zorujeme evidenci £ ma podobu:

pH(E) - PE ;I()E)P(H)

Apriorni pravdépodobnost hypotézy P(H) odpovida znalostem o zastoupeni jednotlivych
hypotéz (tfid) bez ohledu na né&jaké dal$i informace. Podminénd pravdépodobnost
P(H|E), téZ nazyvana aposteriorni, vyjadiuje, jak se zméni pravdépodobnost hypotézy, po-
kud vime, Ze nastalo E. P(E) vyjadiuje pravdépodobnost evidence (pozorovani).

Hypotéz, mezi kterymi se rozhodujeme, byva obvykle vice**. Nas bude zajimat pro danou
evidenci ta nejpravdépodobngjsi. Pro kazdou hypotézu H:, t=1,...,T mtzeme spocitat P(H/|E) a
z nich vybrat hypotézu Hwmr, kterda ma nejvétsi aposteriorni pravdépodobnost (maximum
aposteriori probability)

Hwmar = Hy pravé kdyz P(HJE) = maXtP(Elll;I(tE):)P(Ht)

Vzhledem k tomu, Ze nés zajima pouze to, pro které H: je hodnota aposteriorni pravdépo-
dobnosti maximalni, ale uz nas nezajima konkrétni hodnota, mizeme vypocet ponékud zjednodusit
zanedbanim jmenovatele.

Hwmar = Hy pravé kdyz P(E|/Hy) P(Hy) = max: (P(E[H:) P(Hy))

4V tomto piipadé se P(E) ve jmenovateli Bayesova vztahu obvykle vyjadiuje jako Yt P(E|H,) P(H,).
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V zanedbavani mazeme jit jeste dale tak, Ze budeme piedpokladat, ze vSechny hypotézy
jsou stejné pravdépodobné (a tedy Ze na P(H) nezélezi). Nalezneme tak hypotézu, kterd ma nejvetsi
vérohodnost (maximum likelihood):

Hwme = Hy pravé kdyz P(E|Hy) = max: P(E|Hv)).

Pro ilustraci tohoto postupu vezméme opét tlohu poskytovani aveéru, tentokrat ale pouze
na zaklad¢ vyse ptijmu. Prepokladejme, ze banka vyhovi u 2/3 zadosti o Gvér; tedy apriorni
ravdépodobnosti budou P(ptijcit)=0.667 a P(neptjcit) = 0.333. Dale piredpokladejme, Ze vysoky
piijem mélo 91% klient, kterym banka ptjcila, a nizky piijem mélo 88% klientli, kterym
banka neptjcila. Tedy

P(vysoky ptijem|pijcit) =0.91 P(nizky pftijem|ptjcit) = 0.09

P(vysoky prijem[neptjcit) =0.12  P(nizky piijem/neptjcit) = 0.88.

Predpokladejme, Ze posuzujeme klienta s vysokym ptijmem. Bude vétsi pravdépodob-
nost, ze banka piij¢i nebo Ze neptij¢i? Podle Bayesovy véty spocitame
P(vysoky prijem|ptjcit) x P(pajcit) = 0.607
P(vysoky ptijem|neptjcit) x P(neptycit) = 0.040
Tedy Hwmar = ptijCit. Vime tedy, kterd hypotéza je pravdépodobné;jsi, piestoze jsme piimo

nespocitali aposteriorni pravdépodobnosti obou hypotéz. Tyto pravdépodobnosti ziskame,
pokud budeme uvedené hodnoty normovat tak, aby jejich soucet byl roven 1.

Vyhodou bayesovskych metod je praveé tato schopnost klasifikovat ptriklady do tfid s
urcitou pravdépodobnosti. Tuto pravdépodobnost miizeme interpretovat jako spolehlivost roz-
hodnuti.

Bayesova véta dava navod jak stanovit vliv jedné evidence na uvazovanou hypotézu. Jak
ale postupovat, pokud je evidenci vice? Tedy, jak stanovit aposteriorni pravdépodob-
nost P(H|E4, ..., E)? Nasledujici podkapitola ukazuje jeden z moznych piistupt.
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5.5.2 NAIVNi BAYESOVSKY KLASIFIKATOR

o

Naivni bayesovsky klasifikator vychazi z predpokladu, ze jednotlivé evidence Bi,...,Bx
jsou podminéné nezavislé pii platnosti hypotézy H [Duda, Hart, 1973].

Tento zjednodusujici predpoklad umoziuje spogitat aposteriorni pravdépodobnost hypo-
tézy pii platnosti vSech evidenci

P(E,, ..., Ex|H) X P(H)
P(H|E,, ..., Ey) = 1P(E )
1y ey

jako

P K
P(H| Ei,....Ex) ﬁ%x ] PEL|H) .
T k=1
V piipadé klasifikace pomoci naivniho bayesovského klasifikatoru tedy budeme hledat hy-
potézu s nejvétsi aposteriorni pravdépodobnosti Huur

K K
HMAP = HJ pl'élVé kdyi P(HJ) X HP(Ek| HJ) = max; (P(HQ X HP(Ek ‘ Ht))
k=1 k=1

Abychom mohli tento zpisob klasifikace pouzit, potiebujeme znat hodnoty P(H,) a
P(Ex|H,). V kontextu dobyvani znalosti z databazi mazeme tyto hodnoty ziskat z trénovacich dat ve
fazi uceni*’. Evidence Exjsou pak hodnoty jednotlivych vstupnich atributii (tedy Ex=4;(v)) a
hypotézy H.jsou cilové tiidy (tedy H=Cw)).

Na rozdil od jinych algoritmi ugeni (rozhodovaci stromy, rozhodovaci pravidla) se zde ne-
provadi prohledavani prostoru hypotéz. Staci jen spocitat prisluSné pravdépodobnosti na za-
kladg ¢etnosti vyskyta hodnot jednotlivych atributa*. Tedy pravdépodobnosti P(H,) a P(ExH,) 1ze
spocitat jako

P() = PC(v) = =

P H) = PA (| ) = 25

e

4 Jedna se tedy opét o udeni s ucitelem.
46 Vzhledem k tomu se bayesovsky klasifikator hodi pro veliké datové soubory.
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Tabulka 11: Trénovaci data pro bayesovsky klasifikator

klient | pfijem konto pohlavi nezamestnany uver
k1 vysoky vysoké zena ne ano
k2 vysoky vysoké muz ne ano
k3 nizky nizké muz ne ne
k4 nizky vysoké zena ano ano
kS nizky vysoké muz ano ano
ko6 nizky nizké zena ano ne
k7 vysoky nizké muz ne ano
k8 vysoky nizké zena ano ano
k9 nizky stfedni muz ano ne
k10 vysoky stfedni zena ne ano
k11 nizky stfedni zena ano ne
k12 nizky stfedni muz ne ano

Pro nas ptiklad trénovacich dat z Tabulka 11 budou apriorni pravdépodobnosti rtiznych hod-
not cilového atributu uver:

P(avér(ano)) = 8/12 = 0.667
P(avér(ne)) =4/12 =0.333
Podobné spocitime podminéné pravdépodobnosti P(4;(vy)|C(vy)), napi.

P(konto(stedni)

uvér(ano)) = 2/8 =0.25

P(konto(stedni)

uvér(ne)) =2/4=10.5

P(nezaméstnany(ne)

uvér(ano)) = 5/8 = 0.625

P(nezaméstnany(ne)[avér(ne)) = 1/4= 0.25

Pro uchazece o uvér, ktery ma stredni konto a neni nezaméstnany, spoc¢itame

P(avér(ano)) P(konto(stfedni)

uveér(ano)) P(nezaméstnany(ne) [avér(ano)) = 0.1042
P(avér(ne)) P(konto(sttedni)[avér(ne)) P(nezaméstnany(ne)[aveér(ne)) = 0.0416
Tedy naivni bayesovsky klasifikator zafadi tohoto uchazece do ttidy uver(ano). Mizeme si

v§imnout, Ze jsme Usp&Sné klasifikovali netipln€ popsany piipad, ktery by ziistal nezatazen diive
vytvofenymi rozhodovacimi stromy i pravidly.

5.6 Metody zalozené na analogii

Metody zaloZené na analogie vychazi z nasledujiciho principu: v neznamé situaci pouZij to
reSent, které se osvedcilo v situaci podobné. Znalosti jsou tentokrat reprezentovany v podobé
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databaze jiz vyteSenych problémi. Ve fazi u€eni se tedy neprovadi generalizace z ptiklada.
Pfi usuzovani se pak v této databéazi hleda nejpodobnéjsi ptipad, diive pouzité feSeni n€kdy
musi byt adaptovano na novou situaci.

Metody zalozené na analogii 1ze pouzit pro deskriptivni tlohy (segmentaci a shlukovani) i
pro ulohy klasifika¢ni. Podobné¢ jako na jinych mistech tohoto textu, i zde bude vétsi diraz
kladen na klasifikaci.

5.6.1 PODOBNOST MEZI PRIKLADY

Klicovym pojmem je koncept podobnosti, resp. vzdalenosti. Jak podobnost, tak vzdalenost,
se vyjadfuje pomoci metriky.

mo

Metrika je definovana jako funkce d: X x X — R takova, ze
1. Vxi,x2 € X; d(x1,x2) >0
2. dxx)=0exi=x2
3. d(x1,x2) = d(x2,X1)

4. Vx1,x2,x3 € X; d(x1,x2) + d(x2,X3) > d(x1,X3)

Nejpouzivanégj$i metriky jiz zname z kapitoly o statistickych metodach. Jsou to eukleidov-
ska vzdalenost

dp(x1,x2) = \/2}21 8k (X1j, Xa5), kde 8g(xqj,%zj) = (Xqj — Xy5)?

a Hammingova vzdalenost (v komunité strojového uceni nazyvana Manhattan, nebo city-
block)!

du(x1,x2) = Zjn=11 8y (X1j’ X2j), kde &4 (X1j» ij) = |X1j - X2j|

Podobnost pak mizeme spocitat jako 1/d(x1,x2) nebo jako 1 - d(x1,X2). Prvni varianta se
pouziva pro d(x1,x2) € R (nenormalizovana vzdalenost), druha varianta se pouziva pro d(x1,x2)
€ [0,1] (vzdalenost je normalizovéana napf. tak, Ze je vydélena vzdalenosti mezi dvéma kraj-
nimi hodnotami defini¢niho oboru).
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5.6.2 NEJBLIZSi SOUSED

Metoda klasifikace na zékladé K-nejblizSich sousedt (Knearest neighbour rule) vychazi
z diive zminénych zakladnich principtim vyuziti analogie:

e ve fazi uCeni se neprovadi generalizace
e Kklasifikace se provadi na zakladé podobnosti
a pridava jeste tieti princip
e piiklady jsou chapany jako body v n-rozmérném prostoru atributi.

Zékladni podobu algoritmu uvadi Obrazek 43 ([Mitchell, 1997]). Ve fazi uceni si systém
zapamatuje vSechny piiklady [xk, yk] z trénovaci mnoziny. Ve fazi klasifikace se pro novy
priklad x nalezne (za pouziti zvolené metriky) K nejblizSich piikladi, které pak ,.hlasuji* o
zatazeni ptikladu x do tiidy.

Algoritmus k-NN

Uceni
1. Pro kazdy piiklad [x;, vi]
zatad’ [x;, vi] do baze prikladu

Klasifikace

1. Pro novy piiklad x
1.1. Najdi x1, X2, ... X Knejblizsich prikladi z baze priklada
1.2. Piitad’

K K
vyoy & Z Oy,,y) = lllaXZ(S(j'i Ve)
k=1 Yo

kde 8(}}}1—) =1 Pro vi = v, ]mak 5(}'113'1;) =0

A4

Obrazek 43: Algoritmus K-nejbliZSich sousedii

Uvedeny algoritmus piedpoklada, ze cilovy atribut je kategorialni, jinymi slovy, klasifiku-
jeme piiklady do kone¢ného poctu tiid. V ptipadé, Ze cilovy atribut je numericky, pocitdme
misto nej¢astéj$i hodnoty cilového atributu hodnotu priimérnou:

~ 1
¥ =+ Xk=1Yk-

V obou ptipadech (diskrétni tfidy i tfidy spojité) ma kazdy z K ptikladi ,,rovny hlas®. To je
sice demokratické, ale n€kdy neefektivni. Proto se pouziva vdzené hlasovani (resp. vazeny
pramér). Jeden piiklad vazeni ptikladd je volit vahu ptikladu x; v bazi jako

1
Wi = d(x,x;)2’
kde d(x,x;)? je vzdalenost obou piikladd.
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Pokud budeme uvedenym algoritmem na zaklad¢ trénovacich dat z naseho prikladu o iivérech
klasifikovat nového klienta s charakteristikami

Ptijem = 15000
Konto = 32000

pak pii pouziti eukleidovské vzdalenosti a pro parametr K=/ bude zavér klasifikace
uver(ano), protoze posuzovany klient mé nejblize ke klientovi k5 (Tabulka 12).

Tabulka 12:Klasifikace nového prikladu podle jednoho nejbliz§iho souseda

klient prijem konto Uvér vzddlenost
prikladu
k1 3000 15000 ne 20808.65
k2 10000 15000 ne 17720.05
k3 17000 15000 ano 17117.24
k4 5000 30000 ne 10198.04
k5 15000 30000 ano 2000.00
k6 20000 50000 ano 18681.54
k7 2000 60000 ne 30870.70
k8 5000 90000 ano 58855.76
ko 10000 90000 ano 58215.12
k10 20000 90000 ano 58215.12
k11 10000 100000 f[ano 68183.58
k12 17000 100000 f[ano 68029.41

V pripad¢ velkého mnozstvi prikladi, coz je situace typicka pii dobyvani znalosti z databazi,
ale nelze uvazovat o ulozeni vSech ptikladi. Neobejdeme se tedy ve fazi uCeni bez generali-
zace. Jednotlivé tridy pak budou reprezentovany centroidy, tak, jak to bylo zminéno v kapitole
o statistickych metodach. V nejjednodussim ptipadé budou hodnoty atributti pro centroid re-
prezentujici urCitou tfidu dan primérnymi hodnotami atributii pro piiklady této tfidy. Timto
zpusobem ziskame pro naSe data dva centroidy:

C(ano): ptijem = 14250, konto = 70625
C(ne): ptijem = 5000, konto = 30000

Pro eukleidovskou vzdalenost se pti klasifikaci trénovacich dat podle téchto centroida do-
pustime tfi chyb (v Tabulka 13 vyznaceno tucng).

To ale neznamenad, Ze neexistuji centroidy pouzitelné pro bezchybnou klasifikaci nasich
dat. Vzhledem k tomu, Ze data jsou linearné€ separabilni (viz kapitola o neuronovych sitich),
mohou jako centroidy poslouzit kazdé dva body v prostou atributi, které budou osovée sou-
mérné podle rozdélujici piimky*’. Tedy napriklad

47 Reprezentace dvou linearné separabilnich tif{d pomoci jedné linearni diskriminaéni funkce je tedy ekvivalentni
reprezentaci pomoci dvou centroidl symetrickych podle této funkce. V piipadé tiid, které nejsou linearne separa-
bilni, je tieba jednu tiidu reprezentovat vice centroidy (viz kapitola o statistice).
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C(ano): ptijem = 15000, konto = 32000

C(ne): ptijem = 5000, konto = 30000

Tabulka 13: Klasifikace trénovacich dat podle centroidii — priaméra

klient  |pfijem konto aveér vzdalenost |vzdalenost |vysledek
od C(ano) |od C(ne) [klasifikace

ki 3000 15000 ne 56751.24 |15132.75 |ne

k2 10000 15000 ne 55787.12 |15811.39 |ne

k3 17000 15000 ano 55692.94 [19209.37 |ne

k4 5000 30000 ne 41664.77 (0.00 ne

k5 15000 30000 ano 40631.92 [10000.00 |ne

k6 20000 50000 ano 21411.52 |25000.00 |[ano

k7 2000 60000 ne 16215.83 (30149.63 [ano

k8 5000 90000 ano 21469.82 |60000.00 f[ano

k9 10000 90000 ano 19835.65 [60207.97 f[ano

k10 20000 90000 ano 20210.22 |61846.58 |[ano

k11 10000 100000 ano 29680.85 [70178.34 [ano

k12 17000 100000 ano 29503.44 |71021.12 fano

Polohu téchto centroidll v prostoru atributil ilustruje Obrazek 44. Vysledky klasifikace po-
moci téchto centroidli pak ukazuje Tabulka 14.

Prostor atributd

Obrazek 44: Poloha centroidu
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Tabulka 14: Klasifikace trénovacich dat podle centroidi — osové soumérnych bodu

klient pfijem |konto |avér vzdalenost (vzddlenost |vysledek
od C(ano) |od C(ne) [klasifikace
ki 3000 15000 |ne 20808.65 [15132.75 |ne
k2 10000 {15000 |ne 17720.05 [15811.39 |ne
k3 17000 |15000 [ano 17117.24 [19209.37 |[ano
ka 5000 30000 |ne 10198.04 [0.00 ne
k5 15000 {30000 [ano 2000.00 10000.00 [ano
k6 20000 (50000 |ano 18681.54 [25000.00 [ano
k7 2000 60000 |ne 30870.70 |30149.63 |ne
k8 5000 90000 [ano 58855.76 160000.00 |ano
k9 10000 [90000 [ano 58215.12 160207.97 |ano
k10 20000 (90000 |ano 58215.12 161846.58 |ano
k11 10000 |100000 [ano 68183.58 |70178.34 |ano
k12 17000 |100000 f[ano 68029.41 |71021.12 |ano

1. Jakym zptsobem se d€li trénovaci data pti pouziti metody TDIDT pro tvorbu rozhodovacich
stromt1?

2. Jaka je entropie po zvazovanou Cast dat, ve které jsou data obé tfidy a) zastoupeny stejné a
b) je zastoupena pouze jedna ze tiid (pfedpokladame 2 tiidy v celych trénovacich datech)?

3. V souvislosti s rozhodovacimi pravidly, jaky je postup zdola nahoru, ktery odpovida algo-
ritmim AQ a jak se 1i8i od postupu vyuzivaného napf. v algoritmu TDIDT?

4. Co znamend generalizace pravidla?

5. Vezmeme-li v potaz adaptivni linearni neuron (Adaline) pro dva vstupni podnéty x; a xa,
jakého tvaru nabyva hranice, ktera oddéluje vstupni podnéty odpovidajici vystupu neuronu
rovnému 0 a rovnému 1?

6. Chceme-li pouzit neuronové sité pro data s kategoridlnim atributem Zem¢ s moznymi hod-
notami USA, GB a CR, jakym zptisobem je potfeba data upravit?

7. Jaky je princip genetickych algoritmt?

8. Jmenujte tii zakladni prostfedky pro tvorbu nové generace jedincu.

9. Jak zni Bayesovo pravidlo?

10. Z jakého ptedpokladu vychézi Naivni bayesovsky klasifikator?

11. Jak probiha klasifikace nového piikladu v metodé K-nejblizSich souseda?

12. Jak probihé uceni pro metodu K-nejblizsich sousedl (v zadkladni podob¢)?
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wraeroy ]

V této kapitole jsme se v€novali vybranym metodam dolovani dat, které patii mezi nejcastéji
pouzivané metody dolovani dat a jejichz implementace 1ze najit ve vétSiné matematickych a sta-
tistickych softwarovych systémech. Seznamili jsme se s metodou pro tvorbu rozhodovacich
stromt, rozhodovacich pravidel, metodou zalozené na umélych neuronovych sitich, metodou
SVM, dale pak s evoluénimi algoritmy, metodou klasifikace zalozenou na Bayesov¢ pravidle a
taktéz s metodami zalozenymi na analogii.

]
1. Nazaklad¢ zvoleného kritéria (napf. entropie nebo informacni zisk) se vybere jeden ze vstup-

nich atributli, podle néj se data rozdé€li do tolika tiid, kolik ma tento atribut moZnych hodnot
a proces se znovu opakuje, dokud nejsou v dané ¢asti dat jen objekty z jedné tiidy.

o

a) H=1b) H = 0. VSimnéte si, Ze pomoci algoritmu TDIDT se snaZime dosahnout v co
nejmensim poctu kroku entropii rovnou nule (tedy aby v ¢asti dat byly jen objekty z jedné
tridy).

3. Pocate¢ni hypotéza pokryvajici jeden pozitivni priklad (pravidlo je vytvoieno z jednoho
fadku trénovacich dat), se postupné zobeciuje tak, aby pokryvala vice pozitivnich ptikladii
a zadny negativni piiklad.

4. Z ptedpokladové Casti pravidla se vyjme ¢ast predpokladi, a to tak, aby pravidlo stale odpo-
vidalo trénovacim datim.

5. Pfimka.

6. Pomoci binarizace vytvoiime tfi binarni atributy Zem& USA, Zemé& GB, Zem& CR naby-
vajicich pouze hodnot 0 a 1.

7. Uchovat v populaci pouze ty jedince, ktefi jsou nejlepsi vzhledem ke zvolenému kritériu.

8. Selekce, kiizeni a mutace.

_ P(E|H)P(H)
9. P(HIE) = PE)

10. Naivni bayesovsky klasifikator vychézi z ptedpokladu, ze jednotlivé evidence Ej, ..., Ex jsou
podminéné nezavislé pii platnosti hypotézy H.

11. Novy priklad se zaradi do té tiidy, ktera pfevazuje v jeho nejblizsich K sousedech.



Metody dolovani dat

12. VSechna trénovaci data se pouze vlozi do baze ptikladl, tzn. neprobiha zadna optimalizace
napf. jako u neuronovych siti. V praxi se nicméné¢ experimentalné urcuje nejvhodnéjsi hod-
nota poctu sousedt K.
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6 VYHODNOCENI VYSLEDKU

owrmmegeroy [«

Vzhledem k mnoZzstvi existujicich metod dolovani dat je mozno pro kazd4 data ziskat znacné
mnozstvi riznych modela téchto dat. Pro vybér toho nejvhodnéjsiho modelu, ktery bychom poté
nasadili do praxe, je potieba tyto modely n&jakym zplisobem ohodnotit. Tato kapitola se tedy
vénuje riznymi moznostmi hodnoceni modelt ziskanych dolovanim dat. Tato kapitola taktéz
predstavuje n¢kolik moznosti, jak ziskané modely dat vizualizovat a také zptisobem, jak je
mozno rizné modely zkombinovat tak, abychom ziskali model piekonévajici vSechny jednotlivé
modely, ze kterych je vytvoren.

Cilem této kapitoly je seznamit ¢tenare s moznostmi hodnoceni modeli, které jsme schopni zis-
kévat z dat pomoci metod predstavenych v predchazejici kapitole. Ctenéf se seznami s nékolika
Casto pouzivanymi kritérii pro hodnoceni kvality ziskanych modeld, jako jsou naptiklad celkova
spravnost, spravnost pro jednotlivé tfidy nebo presnost a Gplnost. TaktéZ Etenaf ziska vzhled do
moznosti vizualizace ziskanych modelll. Nakonec kapitoly se ¢tenat dozvi o moZnostech volby
nejvhodnéjsiho algoritmu pro dolovani danych dat.

spravnost, presnost, Uplnost, kfivka navyseni, kiivka ROC

Vzhledem k mnoZzstvi existujicich metod dolovani dat je mozno pro kazda data ziskat znacné
mnozstvi riznych modelil téchto dat. Pro vybér toho nejvhodnéjsiho modelu, ktery bychom poté
nasadili do praxe, je potfeba tyto modely néjakym zplisobem ohodnotit. Nasledujici kapitola se
tedy vénuje riznymi moznostmi hodnoceni modeli ziskanych dolovanim dat. Tato kapitola tak-
téz predstavuje nékolik moznosti, jak ziskané modely dat vizualizovat.

Dulezitym krokem v celém procesu dobyvani znalosti je interpretace a evaluace nalezenych
znalosti. V pfipad¢ deskriptivnich tloh je hlavnim kritériem novost, zajimavost, uzitecnost a
srozumitelnost. Tyto charakteristiky Uzce souviseji s danou aplika¢ni oblasti, s tim, co pfinaseji
expertim a koncovym uzivatellim. Z tohoto pohledu miizeme hovofit o
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e ziejmych znalostech, které jsou ve shod¢ se ,,zdravym selskym rozumem*

piikladem mutze byt pravidlo, ze pokud mél pacient problémy v téhotenstvi, tak se jednalo o
zenu, takovéto znalosti mohou v expertovi vzbudit pochybnost o smysluplnosti dobyvani zna-
losti — odbornikovi na KDD ale potvrzuji, Ze pouzity algoritmus funguje tak jak ma,

e ziejmych znalostech, které jsou ve shod¢ se znalostmi experta z dané oblasti

prikladem muze byt pravidlo, ze pokud se Gcet klienta banky pohybuje v zdporném zustatku,
ma tento klient problémy se splacenim tivéru; takovéto znalosti byt’ nepfinaseji nic nového, uka-
zuji expertovi, ze pouzita metoda je schopna nalézat v datech znalosti,

e novych, zajimavych znalostech, které pfinaseji novy pohled
toto jsou idedlni znalosti, které expert hleda,

e znalostech, které musi expert podrobit blizsi analyze, nebot’ neni zcela jasné co
znamenaji i tyto znalosti mohou byt pro experta piinosem

e ,znalosti“, které jsou v rozporu se znalostmi experta

takovato pravidla, zachycujici nejspiSe néjaké nahodilé koincidence, expert patrné vyloudi;
ovsem pozor, kdovi, jestli se naopak nejednd o zdsadni novy pohled na celou oblast.

Hodnoceni deskriptivnich znalosti nezavisle na aplikacni oblasti se opira piedev§im o riizné
numerické parametry*s. Zde je ale tieba zdtiraznit, Ze ne vie, co je v datech piesvédgivé proka-
z4no, ma pro experta vyznam (viz vyse uvedené ¢lenéni).

Pomoci pro hodnoceni znalosti ve smyslu porozumeéni znalostem jsou pak rizné vizualiza¢ni
metody letmo zminéné v ptislusné podkapitole. V této Casti se tedy budeme vénovat predevSim
vyhodnocenim znalosti pro ulohy typu klasifikace a predikce.

6.1 Testovani modelu

Pti hledani znalosti pro potiteby klasifikace se obvykle postupuje metodou uceni s ucitelem.
Vychazi se tedy z toho, Ze jsou k dispozici ptiklady, o kterych vime, do které tfidy patii. Metody
evaluace jsou pak zaloZeny na testovani nalezenych znalosti na datech, na moZnosti porovnat,
jak dobte se nalezené znalosti shoduji s informaci od ucitele. Pro testovani se nabizi cela fada
variant podle toho, jaka data pouZzijeme pro uceni a jaka pro testovani:

e testovani v celych trénovacich datech

e kiizova validace (cross-validation)

48V ptipadé asociaénich pravidel nas zajima nap¥. spolehlivost a podpora.
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e leave-one-out
e bootstrap
e testovani na testovacich datech.

Testovani v datech pouzitych pro uceni (cela trénovaci data) ma nejmensi vypovidaci schop-
nost o tom, jak budou nalezené znalosti pouZitelné pro klasifikovani novych piipadi. Casto totiz
mize dojit k ,,pfeuceni* (overfitting), kdy nalezené znalosti vystihuji spiSe nahodné charakteris-
tiky trénovacich dat a neodhali to podstatné, co 1ze pouzit pro generalizaci. Trénovaci data tedy
nejsou piili§ vhodna pro testovani nalezenych znalosti*’, a proto se obvykle pouzivaji data jina.
Otéazkou je, jak takova data ziskat. Jeden problém mulze byt, ze dat je k dispozici malo, jiny
problém je, Ze je zadouci, aby data pouzita pro testovani se ,,podobala® datim trénovacim>’. Oba
problémy umozni fesit riizné zpiisoby vybéru trénovacich a testovacich dat.

Pti testovani metodou A7izova validace se data doptedu rozdé€li napt. na 10 casti tak, ze vzdy
jedna desetina se vyjme pro testovani a zbylych devét desetin se pouzije pro uceni. Cely tento
postup se zopakuje desetkrat a vysledek testovani se zpriméruje. Proto se tomuto zptisobu tes-

roNr M7 v

tovani fika desetindsobna ktizova validace (10 fold cross-validation).

Variantou tohoto pfistupu je metoda leave-one-out. Z dat, které jsou k dispozici, se vyjme
jeden ptiklad pro testovani a zbyld data se pouziji pro uceni. Toto se opakuje tolikrat, kolik pii-
kladi mdme. Vznikne tedy n souboril znalosti, které se otestuji na n ptikladech®'. Vysledek tes-
tovani dava odhad, jak by se znalosti ziskané ze vSech dostupnych n ptikladii chovaly pfi klasi-
fikovani ptikladi neznamych.

Pti metod¢ zvané bootstrap se ptiklady vybrané pro uc¢eni mohou opakovat. Na rozdil od
kitizové validace, kdy jeden ptiklad se pouzije bud’ pro uceni, nebo pro testovani, zde se tentyz
priklad mize pro uceni vybrat nékolikrat. Mame-li opét k dispozici n piikladut, n-krat provedeme
vybér s navracenim, abychom ziskali » ptikladid pro uceni. Pravdépodobnost, ze ptiklad bude
vybran je 1/n, pravdépodobnost Ze vybran nebude je 1-1/n. Pfi n opakovanich je pravdépodob-
nost, ze ptiklad vybran nebude

lim (1 - %)n= e1=0.368

n—-oo

4 Vyjimku z tohoto pravidla pfedstavuje metoda pesimistického odhadu na zékladé trénovacich dat, kterou pou-
ziva Quinlan ve svém C4.5. Pro kazdy list stromu pocita pocet vSech pokrytych prikladt (analogie s hodnotou
a+b ze ctyfponi tabulky) a pocet chybné pokrytych prikladt (analogie s hodnotou b). Vyskyt chybné klasifikace
pak chape jako nahodny jev (pozorovany na vzorku piikladl pokrytych listem), ktery se fidi binomickym rozdéle-
nim. Pro zvolenou hladinu vyznamnosti CF pak spocita horni (pesimisticky) odhad pravdépodobnosti vyskytu
chybné klasifikace UCF(a,b). Odhad poctu chybnych klasifikaci v uvazovaném listu je pak UCF(a,b) x (a+b).
Soucet téchto poctl pres vSechny listy je pak odhadem poctu chyb celého stromu.

03 V tom smyslu, Ze rozdéleni piiklada do t¥id v testovacich datech se ¥idi stejnymi zakonitostmi jako rozdéleni
piikladt do tiid v datech trénovacich, jinymi slovy, Ze je stejny podil téid v obou vzorcich.

3! Ide tedy vlastné o n-fold cross-validation.
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Pro rozumné velkd data se tedy vybere zhruba 63,2% ptikladi pro uceni a 36.8% ptikladd pro
testovani. V trénovaci mnoziné se budou ptiklady opakovat, to, co zbude, se pouzije pfi testo-
vani.

Tomuto poméru zhruba odpovida ndhodny vyber 75% ptikladii pro uceni a 25% piikladi pro
testovani>2. Na rozdil od bootstrapu se opét kazdy piiklad pouZije jen jednou; pro uéeni nebo pro
testovani. Na rozdil od kiizové validace se uceni i testovani provede jen jednou.

[[czmmmarovaw ]

At tak ¢i onak, cilem testovani je urcit, v kolika ptipadech se klasifikator shoduje s ucitelem
a v kolika ptipadech se dopustil chyb. Tyto udaje byva zvykem zachycovat v tzv. matici zamen
(confusion matrix), viz Tabulka 15. V matici jsou ve sloupcich uvedeny informace o tom, jak
postupoval pii klasifikaci systém vyuZzivajici nalezené znalosti, v fadcich informace o tom, jak
to ma (alespon jak ucitel fika) byt. Tabulka 15 zachycuje situaci, kdy jde o klasifikaci do dvou
tfid, ,,+ a ,,-**>. TP (sprvné positivni, true positive) je pocet piikladd, které systém spravné
zaradil do tfidy ,,+, FP (fale$Sné positivni, false positive) je pocet piikladl, které systém chybné
zaradil do tfidy ,,+* (patii do tfidy ,,-“) TN (spravné negativni, true negative) je pocet piikladu,
které systém spravné zatadil do tiidy ,,-, a F'N (faleSn€ negativni, false negative) je pocet pfi-
kladu, které systém nespravné zatadil do tfidy ,,- (patii do tfidy ,,+).

Tabulka 15: Matice zamén

Klasifikace systémem
Spravné zarazeni |+ -
+ TP FN
- FP TN

Matice zdmén sleduje pouze poCty spravné a nespravné zatazenych ptiklad. V tadé piipad
muze byt dilezity i typ chyby, kterého se systém dopustil (FP vs. FN). Jestlize se systém, ktery
hodnoti bonitu klientii banky za uc¢elem rozhodnuti o uvéru dopusti chyby, nastane bud’ situace,
ze doporuci piijcku klientovi, ktery nesplati, nebo situace, Ze zamitne ptijcku klientovi, ktery by
ji splatil. V prvnim ptipad¢ tak banka prodéla, ve druhém ptipadé banka nevydéla. Prvni chyba
je z hlediska banky jisté zavaznéjsi**. Skutecnost, Ze riizné chyby jsou riizné zavazné, lze do
testovani (i uceni) zahrnout pomoci tzv. matice cen (cost matrix). Zde se uvede, jaka je cena za
riizné typy rozhodnuti; ¢im horsi chyba, tim vyssi cena®. P¥i hodnoceni znalosti se tedy nemusi

32 Jedna se o empiricky doporu¢eny pomér trénovacich a testovacich dat.

53V piipadé vice tiid je vhodn&jsi zvétsit pocet sloupctt i Fadkii tak, aby odpovidal poétu tfid. Casto nés totiz neza-
jimé pouze prosté zjisténi, ze systém udélal chybu ale i to, kterou chybu udélal.

4 Ve statistice se v podobnych situacich pouZiva pojem chyba prvniho druhu a chyba druhého druhu.

35 Spravné rozhodnuti (TP, TN) mé obvykle cenu 0.
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brat do uvahy prosty poc¢et chybnych rozhodnuti, ale 1 cena téchto chyb (ztrata, zplisobena uzi-
vateli).

6.1.1 CELKOVA SPRAVNOST

Celkova spravnost (overall accuracy) — resp. uspésnost (succesfulness), nebo komplementarni
celkova chyba (overall error) jsou nejjednodussi charakteristiky toho, jak jsou ziskané znalosti
kvalitni. Celkova spravnost se spocita jako relativni pocet spravnych rozhodnuti systému

TP + TN
TP + TN + FP + FN

Acc =

celkova chyba se spocita jako relativni pocet chybnych rozhodnuti systému

FP + FN
TP + TN + FP + FN

Err =

Celkova spravnost by méla byt v intervalu [Accder , ACCmax], kde Accaer je spravnost systému,
ktery viechny ptiklady ptitadi k majoritni t{id€®, a 4ccmax je maximalni spravnost dosazitelna pro
dana data®’.

V ptipadé, Ze nas pii testovani zajima jen pocet spravnych resp. nespravnych rozhodnuti sys-
tému, je

Err=1 - Acc.

Pokud bereme do uvahy i matici cen, vySe uvedena rovnost neplati a je vhodnéjsi pouzit jako
kritérium celkovou chybu spocitanou tak, Ze se pocty chybnych rozhodnuti (FP, FN) vynasobi
cenou za prislusny typ chyby:

Err =FP * ¢(P,n) + FN * c(N,p),
kde c¢(P,n) je cena zatazeni negativniho ptikladu do tfidy ,,+* a ¢(N,p) je cena zatazeni pozi-

tivniho ptikladu do ttidy ,,-.

6.1.2 SPRAVNOST PRO JEDNOTLIVE TRIDY

V piipad¢, Ze tiidy jsou v datech rozlozeny vyrazné nerovnomérné (napt. pouze 5% klientl
banky je podezielych, zbylych 95% je v potadku), bude celkové spravnost davat zkresleny obraz
o nalezenych znalostech. 95% celkova spravnost milZe znamenat, zZe jsme nerozpoznali zddného
podezielého klienta (95% je implicitni spravnost), nebo Ze jsme rozpoznali vSechny podezielé

36 Znalosti tohoto systému jsou napf. tvofeny pouze implicitnim (default) pravidlem.

57V piipadg, Ze v datech nejsou kontradikce (ptiklady se stejnymi hodnotami vstupnich atributi, které se lisi v
prifazeni ke tiid€), je tato spravnost 1 (100%). V ptipad¢€ kontradikei je tato spravnost nizsi nebot” systém zaradi
vSechny stejné popsané piipady to téze tiidy.
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klienty (a dopustili se chyb pfi rozpoznavani klientti spolehlivych). V takové situaci je vhodnéjsi
sledovat spravnost (resp. chybu) pro jednotlivé tiidy:

e _ TP
“+= TP+ TP
e _ TN

“- = IN+FN

6.1.3 PRESNOST A UPLNOST

Presnost a uplnost (precision and recall) jsou pojmy pouzivané v oblasti vyhledavani infor-
maci. Hledame-li napi. na webu néjaké dokumenty tykajici se urcitého tématu (tieba pomoci
vyhledéavace jako je google), pak :

1. ne vSechny nalezené dokumenty se tykaji tématu,
2. urcit¢ jsme nenalezli vSe co je o tématu k dispozici.

Ptesnost nam ftika, kolik nalezenych dokumentt se skutecné tykd dané¢ho tématu a uplnost
nam fikd, kolik dokumenti tykajicich se tématu jsme nalezli. Tyto miry shody lze pouzit i pro
hodnoceni znalosti:

preanog— TP
resnost = TP + FP

Uplnost = L
PIOSt = TP 1 EN

6.1.4 SENSITIVITA A SPECIFICITA

Sensitivita a specificita (sensitivity a specificity) jsou charakteristiky pfevzaté z mediciny. V
pfipadé nasazeni n&jakého nového 1éku nas zajima, u kolika nemocnych pacientii 1€k zabere
(sensitivita), a zda 1€k zabird pouze na danou chorobu (specificita). Z matice zdmen se tyto hod-
noty spocitaji jako:

Sensitivita = v
ensitivita = -2 TFN

Specificita = ™
pecificita = TN+ FP

A opét miizeme pozorovat shodu pouzivanych kritérii; sensitivita je totéZ co uplnost. Sensiti-
vita a specificita se bud’ uvadéji samostatné, nebo jako vzajemny soucin obou cisel.
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Doposud jsme hodnotili znalosti na zakladé jednoho testovani; pomoci jednoho ¢&isla®®. Kom-
plexnéjsi popis chovani modelu nam mohou dat nasledujici analyzy. Pii hodnoceni na zaklad¢
vice testd muze jit op€t o hodnoceni jednoho modelu (kiivka ucenti, lift chart) nebo o hodnoceni
vice modeld*® (ROC, DEA). Viechny tyto metody pouzivaji grafické znazornéni vysledk tes-
tovani.

6.1.5 KRIVKA UCENI

Kitivka uceni (learning curve) dava do souvislosti pocet piikladi v trénovaci mnoziné a sprav-
nost klasifikace (Obrazek 45). Vychazi se z predpokladu, ze ¢im vice ptikladu je k dispozici ve
fazi uceni, tim budou nalezené¢ znalosti pfesn¢jsi. Pro rizné pocty ptikladi tak dostaneme rtizné
hodnoty spravnosti pii testovani (Tabulka 16). Testovani se Casto provadi opakované, takze
kromé primérmé hodnoty spravnosti Acc ziskame jesté jeji chybu (téeti sloupec v Tabulka 16).
Tato chyba se obvykle pocita jako

Sacc Yi(Accj—Acc)?
hee fde 53, = DmAO”

n-1

Tabulka 16: Data pro krivku uceni

Pocet prikladl (n) Pram. spravnost (Acc;) [chyba

15 79.56% +- 5.69%
30 92.00% +-2.07%
45 93.14% +- 0.70%
60 94.67% +- 0.42%
75 93.07% +- 1.54%
90 93.00% +- 1.62%
105 95.11% +- 1.30%
120 92.00% +- 2.26%
135 93.33% +- 2.98%

38V piipadé napi. desetindsobné kiizové validace jednomu &islu odpovida priimérna hodnota z vysledkii na deseti
maticich zdmén.

% Zvoleny ucici se algoritmus mize mit celou fadu parametrd, které ovliviiuji nalezené znalosti. Nejmarkantn&ji je
to vid€t u neuronovych siti, ale mizeme to pozorovat i u rozhodovacich stromt a pravidel
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Obrazek 45: Kiivka uceni

Jistou analogii tohoto pfistupu je kiivka uceni pouzivana pii ueni neuronovych siti jako in-
dikace toho, kdy je mozno ueni ukoncit. Zde se jednd o zavislost spravnosti na poctu iteraci
(prichodt tymiz trénovacimi daty) — viz Obrazek 46.
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Obrazek 46: Zavislost spravnosti na poctu iteraci

6.1.6 KRIVKA NAVYSENI

Kiivka navyseni (lift curve) se ¢asto pouziva v marketingu. Vezméme si situaci, kdy je tfeba
poslat klientim nabidku néjakého produktu. Ze zkusenosti vime, Ze na takovou nabidku odpovi
velice malo (feknéme 1%) oslovenych zakaznikli. To znamend, ze vétSina dopisi s nabidkou je
odeslana zbytecné. Pfi tvorbé modelu bychom tuto skutec¢nost chtéli vzit v uvahu. To umozni
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kiivka navyseni, ktera dava do souvislosti podil respondentti, kteti odpovédéli (7P) s podilem
odeslanych dopisti (TP+TN+ FP+FN). Jak takovou kiivku vytvofit? Lze to pouze u modelt,
které neprovad¢ji pouze binarni klasifikaci (ano/ne) ale klasifikace je doprovazena numerickou
hodnotou, kterd vyjadiuje, jak moc si klasifikator véti pfi svém rozhodnuti pro dany ptiklad
(pravdépodobnost, vaha). Lze tedy kiivku navySeni vytvofit napt. pro neuronové sité nebo bay-
esovské klasifikatory.

Nejprve setadime priklady pouzité pii testovani sestupné podle vahy klasifikace. U kazdého
piikladu mame samoziejme k dispozici informaci o tom, do které tiidy patii (Tabulka 17). Pak
pro libovolny tusek setfidénych ptikladi pocinaje ptikladem klasifikovanym s nejvyssi vahou
vytvotime dil¢i matici zdmén s hodnotami 7P°, TN’, FP’ a FN’. Hodnoty TP /TP a (TP‘+ TN
+ FP‘+ FN)/(TP +TN + FP + FN)% pak vyneseme do grafu. Kfivka navyseni vzdy prochazi
bodem [0,0] (neposleme-li zadny dopis, nebude zadna odpoveéd’) a[1,1] (posleme-li dopisy vSem,
zachytime vSechny respondenty). Model bude tim lepsi, ¢im bude kiivka navyseni lezet nad di-
agonalou reprezentujici ndhodny vybér. Z kiivky navySeni uvedené na Obrazek 47 lze vycist, ze
posleme-li nabidku 40% nejperspektivnéjsim klienttim, oslovime 80% vSech respondentii. Do-
sahli jsme tedy dvojnasobného navysSeni odezvy klientli ve srovnani s ndhodnym vybérem 40%
adresati.

Tabulka 17: Data pro kiivku navySeni

[Poradi  [skute¢na tfida predikce pro “+”
1 + 0,95
2 4 0,93
3 X 0,93
4 4+ 0,91
5 4 0,88
100 //,
8o | ///
a
= /
|
S ol /
g rd
7
/

o z0 a0 60 g0 100
podil odeslanuch dopisu [X]

Obrazek 47: Krivka navySeni

% Hodnoty TP, TN, FP a FN odpovidaji celym testovacim datim.
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V pftipad¢, Ze mame k dispozici informace o cenach za odeslani nabidky i1 o cenach nabize-
ného produktu, mizeme kiivku navyseni pfevést na kiivku ndvratnosti investic (ROI). Z této
kiivky je piimo vidét jak se méni nas zisk v zavislosti na po¢tu oslovenych klientt (Obrazek

48)01,

1000

zisk

600

200 -

20

40 =) ao 100
podil odeslanuch dopisu [2]

6.1.7 KRIVKA ROC

Obrazek 48: Krivka navratnosti investic

Kiivka ROC (ROC curve) byla pfevzata pro evaluaci modelil z oblasti radiotechniky (ROC
znamena receiver operating characteristic, tedy pracovni charakteristika piijimace) [Provost, Fa-
weett, 1997]. Tato kiivka dava do souvislosti podil 7P s podilem FP:

—_— TP
» TP+ FN
P = FP
» " FP+TN

Uvedené charakteristiky jiz zname; TP, = Sensitivita, FPo, = 1 — Specificita. PouZiva se tedy
1 kritérium TPe, * (1 — FPy).

ROC kiivku lze pouzit u modeld, které klasifikaci doprovazeji vahou resp. pravdépodobnosti.
Kfivku vytvofime tak, Ze budeme ménit prah, pti kterém bude vysledek klasifikace interpretovan
jako tfida ‘+%2. Bodu [0,0] (z4dn4 predikce tiidy +) odpovida prah 1, bodu [1,1] (vSechny pii-
klady zatazeny do tfidy ‘+’) odpovida préh 0. Zménou prahu lze simulovat chovani modelu v
pfipadé zmény poméru mezi pocty piikladl obou tfid 1 zmény cen za chybnou klasifikaci, ROC
kiivka tedy dava obraz o chovani klasifikatoru bez ohledu na rozdéleni tfid a na cenu chyb.

61 Cely piiklad je pfevzat z demo dat k systému Clementine.
62 ROC kiivku mizeme tedy vytvofit podobné jako kifivku navyseni; na zaklad& volby vzorku ze seznamu pii-
kladii uspotadaného podle vysledki klasifikace (predikce ‘+°).
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Poznamenejme, Ze je Zadouci se v grafu pohybovat ,,vlevo nahote®, tedy blizko bodu [0, 1], ktery
odpovida bezchybné klasifikaci.

100

=l o

(=l o

spravne positivni [¥]

4 =

20 -

. . .
0 20 40 [=1¢] S 100
falesne pozitivni [X]

Obrazek 49: ROC krivka

6.1.8 NUMERICKE PREDIKCE

Zatim jsme se zabyvali situaci, kdy cilem modelu je klasifikovat ptiklady do tiid. V ptipadé
numerické predikcel9 se jako kritérium spravnosti pouzivaji napt. sttedni kvadratickd chyba
(mean-squared error, MSE), odmocnina ze stfedni kvadratické chyby (root mean-squared error,
RMSE), stfedni absolutni chyba (mean absolute error, MAE), relativni kvadratickd chyba (rela-
tive squared error, RSE), nebo korelac¢ni koeficient.

MSE = (pi-s1)2 + ...+ (pu-sa)?

n

-S 2 + ---+ n=Sn 2
Rl\ler\/(Pl . n e

_ lpisi| A+ A [pasa

=S .+ -5 1
RSE = . kde s=- Y s
(s, =8)° +...+(s, —9)° nZ’H'
Spe ( .- P )(S ;-8 ) . 5 - 2 i 5. - 2
poehes, = 2P e Reenl 36
Lll-\.k-

n-1 n-1 ’ n-1

Ve vyse uvedenych vzorcich je p. predikovana hodnota a s: skute¢na hodnota pro i-ty pii-
klad ze souboru # piiklada tvoticich trénovaci data.
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6.2 Vizualizace

PtestoZe vizualizace hraje dulezitou roli predevSim ve fazi porozuméni datim resp. pfi inter-
pretaci deskriptivnich znalosti, mizeme se s ni setkat i pii hodnoceni modeli urcenych pro kla-
sifikaci. Jako na jinych mistech procesu dobyvani znalosti, tak i zde jde o to umoznit expertovi
1épe porozumét tomu, co se déje.

6.2.1 VIZUALIZACE MODELU

Vétsina systéml pro dobyvéni znalosti z databazi klade velky diraz na vizualizaci. Ta se
projevuje i pii vizualizaci modelt. Piikladem muze byt rizny zpisob znazornéni rozhodovaciho
stromu od nejjednodussiho textového (systém Weka) az po trojrozmérné “mrakodrapy” okolo
kterych je mozno krouzit jako v letovém simulatoru (systém MineSet). Podoba rozhodovacich
stromt je uvedena v kapitole vénované jednotlivym systémiim; zde tuto véc zmifiujeme jen pro
uplnost.

Vizualizovat mizeme napf. jednotliva pravidla. Obrazek 50 ukazuje kolacovy graf odpovida-
jici pravidlu

IF nezamestnany(ne) THEN uver(ano)

Hodnoty v grafu jsou pfevzaty z kontingen¢ni tabulky, kterd ma pro nase demonstracni data
tuto podobu:

uver(ano) |uver(ne)
nezamestnany(ne) |5 1 6
nezamestnany(ano) 3 3 6

] 4 12

Uvedeny graf ndzornéji ukazuje, ze platnost pravidla 5/6 je vétsi neZ relativni Cetnost tiidy
uver(ano) v datech (ta je rovna 8/12) a ze tedy toto pravidlo dobie charakterizuje bonitni klienty.

E7B

Obrazek 50: Vizualizace jednoho pravidla
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6.3 Volba nejvhodnéjsiho algoritmu

woemiroiw 8]

Vzhledem k tomu, Ze neexistuje algoritmus, ktery by pied¢il ostatni na libovolnych datech®,
dostava se do poptedi otdzka jak dopfedu poznat, ktery algoritmus zvolit pro danou tlohu. Od-
poveéd mizeme hledat na zéklad€ znalosti silnych a slabych stranek jednotlivych algoritmi, nebo
experimentalne.

]
Mezi znamé charakteristiky algoritmt, které mizeme brat do uvahy, patii napft.
e rozdil mezi zpiisobem reprezentace ptikladii (hodnoty atributii nebo relace),

e rozdil mezi vyjadfovaci silou jednotlivych algoritmil (rozhodovaci stromy a pra-
vidla rozd€luji prostor atributi rovnobézné s osami, neuronové sité nebo diskriminacni
funkce naleznou 1 diagonalni hranici mezi tfidami),

e schopnost prace s numerickymi atributy (n¢které algoritmy vyZaduji pouze kate-
gorialni atributy),

e schopnost prace se zaSuménymi a chybé&jicimi daty (vyhozeni vs. extrapolace),
e schopnost prace s matici cen (ve fazi uceni, ve fazi testovani, viibec ne),
e ptedpoklad nezéavislosti mezi atributy (napt. naivni Bayesovsky klasifikator),

e ostrd vs. neostra klasifikace (jen indikator tfidy nebo i pravdépodobnost ¢i vaha
klasifikace).

Co je to krizova validace?
2. Co jsou to falesne pozitivni priklady?

3. Jaky je rozdil mezi kritérii Uplnost a Sensitivita?

swwortoaproy 2]

%3 Tato skute¢nost je zndma pod nazvem no free lunch teorem.
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V této kapitole jsme vénovali riznym moznostem hodnoceni modelii ziskanych dolovanim
dat a ptedstavili jsme si také moznost, jak ziskané modely dat vizualizovat.

]

1. Pii kiizové validaci se data dopiedu rozd€li napt. na 10 ¢asti tak, ze vzdy jedna desetina se
vyjme pro testovani a zbylych devét desetin se pouzije pro uceni. Cely tento postup se zopa-
kuje desetkrat a vysledek testovani se zpruméruje.

2. Jsou to ptiklady z negativni tfidy, které vSak model nespravné fadi do tfidy pozitivni.
3. Zadny.
|
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SHRNUTI STUDIJNi OPORY

V tomto textu jsme se seznamili s pojmem dolovani dat a s nim souvisejicimi zakladnimi
pojmy. Ve druh¢ kapitole jsme se vénovali fazi ptipravy dat, coz je nezbytna soucast vét-
Siny procest zahrnujicich dolovani dat, kterd umoznuje upravit hruba data ziskana ptimo z
praktickych aplikaci na data, ktera jsou jiz vhodna pro vybranou metodu dolovéni dat. Po
zopakovani n€kolika statistickych metod a sezndmeni se s pfistupy k automatizaci procesu
uceni, se text vénuje, ve své hlavni ¢asti, zdkladnim metodam dolovani dat, které Casto patii
mezi nejéastéji pouzivané metody dolovani dat, jako jsou napt. metody pro tvorbu rozho-
dovacich stromil, asocia¢nich pravidel, metody zalozené na umélych neuronovych sitich,
bayesovské metody nebo metody zalozenych na analogii. Pro vybér nejvhodnéjsiho prak-
tického modelu ziskaného z dat jsme se poté v zavérecné kapitole vénovali riznym moz-
nostem hodnoceni ziskanych modelt.
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