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Uceni @
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Je prirozenou charakteristikou zivych organismu S
nezbytnou pro jejich preziti a vyvoj (ohen, ...)

Schopnost ucit se byva casto povazovano za definici
inteligence

Snaha vybavit touto schopnosti i stroje

Casto bez toho nelze problém ani reSit (vidéni, porozuméni
textu)

Prvky uceni Ize nalézt v: explorac¢ni analyza dat (statistika),
rozpoznavani obrazii nebo strojové uceni (Al), adaptivni a
ucici se systémy (kybernetika)
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Things learn when they change their behavior 1n a way that makes
them perform better 1n a future.

(Witten, Frank, 1999)

The field of machine learning 1s concerned with the question of
how to construct computer programs that automatically improve
with experience.

(Mitchell, 1997)




Obecné schéma uciciho se systému A@
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volba uceni
reprezentace ]

uceni znalosti

rozhodovani

objekt popis rozhodovani rozhodnuti
objektu ] ]




Metody uceni — principy pro ziskavani znalosti A@
SLEZSK

statistické metody — kontingencni
tabulky, regresni metody, shlukova
analyza

symbolické metody umélé
inteligence - rozhodovaci stromy a
pravidla

subsymbolické metody umé€lé
inteligence - neuronoveé site,
bayesovske sit¢ nebo genetickeé
algoritmy.

Interpretability

UNIVERZITA
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. Liner Regression
. Decision Trees

. K-Nearest Neighbors

. Random Forests

. Support Vector Machines

. Deep Neural Networks

Accuracy




Informace o spravnosti uceni A@
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Muze mit podobu:
1. prikladu zarazenych do trid (u€eni s ucitelem - supervised
learning)

2. odmeény za spravne chovani a tresty za chovani nespravne
(uceni posilovanim - reinforcement learning)

3. zadné (uCeni bez ucitele - unsupervised learning)
Priklady:

— Uspéch ChatGPT stoji na spravném spojeni viech téchto i typ uéeni
— Hide and seek




Principy empirického uceni z dat — 1. A@
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* objekty, patfici do téze tridy maji podobne
charakteristiky (u€eni na zakladé podobnosti,
similarity-based learning)

— priklady téze tiidy vytvareji shluky v prostoru vstupnich
atributi

— cilem ucCent je tyto shluky nalezt a popsat




Principy empirického uceni z dat — 2.

klient konto piijem pljit
01 15000 3000 fe
02 15000 10000 ne
03 15000 17000 At
04 30000 5000 il
05 0000 15000 Ano
06 =Q0an 20000 Ano
07 ga0a0 2000 ne
08 s00ao 5000 Ao
09 anoao 10000 At
10 s00no 20000 Ann
11 1o0oao 10000 Ano
12 100000 17000 Ao

Prostor atributid

+

-
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Principy empirického uceni z dat — 3. A@
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* 7z kone¢ného poctu prikladii odvozujeme obecné
znalosti (induktivnost)

Prostor atributu

//__,__\\ Prostor atributd

A}
1 il A ) 20000 * 'L“r

20000
18000
16000
000
12000 +
priem 10000 1
8000
6000
4000
2000
0




Obecna definice strojového uceni

Analyzovana data:

Radky tabulky reprezentuji sledované objekty

11

21

nl

Sloupce tabulky odpovidaji atributum
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Obecna definice strojového uceni (s ucitelem) A@
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X Xin  eeeees X
H ' tm Vi Objekt (trénovaci piiklad) z této
Ko Xpp e Xom Yo tabulky budeme znadit
DTR -
0, =[%;, V]
_X al X N2 eeeees X am y n |

Klasifika¢ni uloha: hledame znalosti (reprezentované rozhodovaci funkci
(modelem) f), které by umoznovaly k hodnotam vstupnich atributii néjakého
objektu priradit vhodnou hodnotu atributu cilového

f:x - v.




Obecna definice strojového uceni (s ucitelem) A@
SLEZSK

UNIVERZITA

V prubéhu klasifikace se tedy pro hodnoty vstupnich atributii x néjakého objektu mams s
odvodi hodnota cilového atributu y:

[9=f@)]

Odvozena hodnota y se pro objekty z trénovacich dat miiZe liSit od skute¢né hodnoty y. Miizeme
tedy pro kazdy objekt o, € Dy vycislit chybu klasifikace QJo;, ¥.):

V pripadé¢ numerického atributu C miuize byt touto chybou naptiklad Ctverec rozdilu skutecné a
odvozen¢ hodnoty ciloveho atributu

Qs (04, §7) = (v; - 91
v ptipad¢ kategorialniho atributu C miZe byt touto chybou informace o tom Ze se odvozena a

skutecna hodnota vzajemné lisi, .
Qs (01, §1) = {1 proyi #Yi
R0 proy =9




Chyba na trénovacich datech smsm@
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Pro celou trénovaci mnozinu DTR pak muzeme vycislit
souhrnnou chybu Err(f,D ), naptiklad jako stredni chybu

[Err(f,DTR) = iZQf(Oi9§7i)]

Cilem uceni je nalézt takove znalosti /*, kter¢ by minimalizovaly
tuto chybu

[ Err(f*, D) = min Ere(,D g ). ]




Uceni jako aproximace A@
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* Hledame ,,pouze® parametry modelu e E

Priklad:

na zakladé hodnot funkce v kone¢ném poctu bodul snazime zrekonstruovat jeji
obecnou podobu




Metoda nejmensSich Ctvercu A@
SLEZSK

UNIVERZITA

Hledani minima celkové chyby
min 2; (y; - f(x;)) 2

se prevadi na feSeni rovnice

d n

d_q - (Yi - fCXi)) =0
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1) analyticke (zname typ tfunkce) .
feSeni soustavy rovnic pro parametry funkce
7 & = “ 2 V) Quxd) - Quixiyi )L
e Zi (Yi - f(Xi)) i o n n n n(uxyi) - uxi) vy
f(x)=q,x +q, 6’;:1 Z(ﬂ (st o)) = -2 pILRE +2q9, ) %, +29, 3%, T D) n)

2) numerické (nezname typ funkce)

gradientni metody




Gradientni metody

swzsxﬁ%

UNIVERZITA
OErr OFErr OErt
VErr@=|dq, "0q, " dqp | Em
A
Modifikace znalosti q = [qo, qu, ..., qQ] pak probihad podle
algoritmu : Learning step
LN &Q.'L : Minimum
kde :
OE :
Aqi = -1 = Random >
| aq, initial value q q

a 17 je parametr vyjadrujici ,velikost kroku" kterym se
priblizujeme k minimu funkce Err.




Walfram Global Problem

Problém uvaznuti v lokalnim minimu Y v A@
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DéKkuji za pozornost

Nektere snimky pievzaty od:

prof. Ing. Petr Berka, CSc. berka@vse.cz




Metody uceni (dle vynalozeného usili) L A@
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1. uceni zapamatovanim (rote learning neboli biflovani),
uceni se z instrukci (learning from instruction, learning by being told),

3. uceni se z analogie (learning by analogy, instance-based learning, lazy
learning),

uceni na zakladé vysvétleni (explanation-based learning),
5. uceni se z prikladl (learning from examples),

uceni se z pozorovani a objevovanim (learning from observation and
discovery),




Principy empirického uceni z dat — 4.

* Priklady rozdé€leny do 2 (nékdy 3) mnozin:

— trénovaci data pro vytvoreni modelu
— (validacni data pro doladéni parametru)

— testovaci data pro otestovani modelu
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* empiricke — vychazi se z velkeho mnozstvi prikladu a
zadnych (nebo jen mala) poc¢ateCnich znalosti

* analytické — vychazi se z velkého mnozstvi
pocateCnich znalosti a jen n¢kolika (1lustracnich)
prikladi




